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1. Introducere

Ce este data mining?
Initial „data mining” (extragerea de cunostinte din date) a fost un termen din statistica insemnand suprautilizarea datelor pentru a deduce inferente invalide.

O definitie simpla ar fi: „descoperirea unor informatii sumare utile despre date”

Cateva exemple de aplicatii Data mining:

1. Arbori de decizie constructii din instoria imprumuturilor bancare pentru a produce algoritmi de decizie in vederea acordarii imprumuturilor.

2. Sabloane privind comportamentul calatorilor, folosite pentru a gestiona vanzarea locurilor cu reducere la cursele aeriene, a camerelor de hotel, etc.

3. „Scutece si bere”: observatia ca cei care cumpara scutece cumpara bere mai mult decat media a permis supermagazinelor sa plaseze berea si scutecele aproape unele de altele, stiind ca multi cumparatori vor circula intre ele. Plasarea cipsurilor de cartofi intre cele doua a crescut vanzarile la cele tre articole.

4. Skycat si Sloan Sky Survey: gruparea obiectelor de pe cer dupa nivelul lor de radiatie in diferite benzi a permis astronomilor sa delimiteze galaxii, stele aproapiate si alte feluri de obiecte ceresti.

5. Comportarea genotipului persoanelor indeplinind sau nu o anumita conditie a permis descoperirea unei multimi de gene care impreuna determina multe cazuri de diabet.

Reguli de asociere si multimi frecvente de articole
Problema cosului de produse presupune ca avem un mare numar de articole, ex. „paine”, „lapte”. Cumparatorii pun in cosul lor de produse anumite submutimi de articole iar noi vom afla ce articole sunt cumparate impreuna chiar daca nu si de cine. Vanzatorii utilizeaza aceste informatii pentru asezarea articolelor in rafturi si controleaza modul in care un cumparator tipic traverseaza magazinul. In afara utilizarii in marketing, acelasi tip de problema are utilizari de genul:

· Cos = documente, articole = cuvinte. Cuvintele aparand frecvent impreuna in documente pot reprezenta fraze sau concepte legate intre ele. Poate fi utilizat pentru colectarea de informatii (intelligence)

Cadrul pentru cautarea multimilor frecvente de articole
Utilizam termenul multimi frecvente de articole (frequent itemsets) pentru „o multime de articole S care apare in cel putin a „s”-a parte din cosuri”, unde s este o constanta aleasa, de obicei 0.01 sau 1%.

Vom presupune ca avem o cantitate de date care nu incape in memoria centrala a calculatorului. Fie sunt stocate intr-o baza de date relationala (BDR), de exemplu o relatie (tabela) Cosuri(IdCos, articol) fie ca un fisier de inregistrari de forma (ICos, articol1, articol2, ..., articol-n). Cand evaluam timpul de rulare al algoritmilor:

· Numaram trecerile prin date. Deoarece costul principal este dat adesea de timpul necesar citirii datelor de pe disc, numarul de citiri necesar pentru fiecare data este adesea cea mai buna masura a timpului de rulare al algoritmului. Exista un principiu cheie, numit monotonicitate (monotonicity) sau principiul a-priori care ne ajuta sa gasim multimile frecvente de articole:
· Daca o multime de articole S este frecventa (apare cel putin in a „s”-a parte a cosurilor), atunci orice submultime a lui S este asemenea frecventa.

Pentru a gasi multimile frecvente de articole:

1. Procedam nivel cu nivel, gasind intai articolele frecvente (multimi de dimensiune 1), apoi perechile frecvente, tripletele frecvente, etc.

2. Gasim toate multimile frecvente de articole maximale (multimile S astfel incat o multime care include strict pe S nu este frecventa) intr-o singura trecere sau in cateva treceri.

Algoritmul a-priori
Gasirea multimilor frecvente de articole este unul din cele mai importante parti din data mining, si de aceea una in care cercetarile sunt foarte intense. Problema gasirii multimilor frecvente de articole a pornit de la eforturile de a descoperi modele folositoare in bazele de date ce contin tranzactiile consumatorilor. O baza de date cu tranzactiile consumatorilor este o secventa de tranzactii T=(t1,...tn), unde fiecare tranzactie este o multime de articole. Se numeste suport al  multimii se articole X in T numarul tranzactiilor care contin X. O multime de articole este frecventa daca suportul sau este mai mare decat un prag, numit prag de suport minim. Problema gasirii multimilor frecvente consta in a gasi toate multimile frecvente dintr-o baza de date cu tranzactiile consumatorilor.

Principalul algoritm folosit in acest scop este algoritmul APRIORI, care a influentat nu doar cercetarile din domeniul regulilor de asociere, ci si din alte domenii ale data mining-ului.
Algoritmul APRIORI este un algoritm care lucreaza pe nivele. Avand pragul de suport minim s, la prima trecere gasim articolele care apar in cel putin o fractiune s a „cosurilor”. Aceasta multime este numita L1, multimea articolelor frecvente. Se presupune ca avem suficienta memorie cantrala pentru a numara aparitiile fiecarui articol, avand in vedere ca de obicei nu sunt mai mult de 100000 de articole diferite. 

Perechile de elemente din L1 devin perechi candidate (multimea C2) pentru a doua trecere. Se spera ca marimea lui C2 nu este atat de mare incat sa nu existe loc pentru cate un intreg (numarator) pentru fiecare pereche candidat. Perechile din C2 pentru care numarul aparitiilor ajunge la s sunt perechile frecvente, L2.

Tripletii candidat, C3, sunt acele multimi {A,B,C} astfel incat si {A,B} si {A,C} si {B,C} sunt in L2. La a treia trecere, se numara aparitiile tripletelor din C3; cele cu un numar de aparitii mai mare decat s sunt tripletele frecvente, L3.

Se continua pana la generarea unui numar suficient de multimi, sau pana cand multimile devin vide. Li sunt multimile frecvente de dimensiune i; Ci+1 este multimea de multimi de dimensiune i+1 pentru care fiecare submultime de dimensiune i este in Li.
Gasirea multimilor frecvente de articole si a regulilor de asociere au devenit o zona importanta de cercetare, cautandu-se algoritmi cat mai rapizi si cu un consum cat mai mic de memorie. Cei mai multi dintre ei sunt bazati pe algoritmul APRIORI sau sunt modificari ale acestuia (spre exemplu algoritmul PCY). Datorita importantei acestui algoritm nu doar pentru gasirea multimilor frecvente de articole si a regulilor de asociere, ci si pentru alte domenii ale data-mining-ului, algoritmul trebuie studiat impreuna cu implementarea lui.

In toate implementarile, structura centrala de date este fie un arbore hash, fie un arbore prefix. S-a dovedit ca arborii prefix sunt mai eficienti decat arborii hash, atat din punct de vedere al timpului de executie al algoritmului cat si din punct de vedere a spatiului consumat.

2. Prezentarea implementarii folosite
In acest referat, prezint o implementare realizata de Ferenc Bodon, o implementare eficienta a algoritmului APRIORI, bazata pe un arbore prefix.

Un arbore prefix este un arbore asemanator arborelui hash. A fost folosit initial pentru mentinerea eficienta a cuvintelor dintr-un dictionar. Radacina se considera ca ar avea adancimea 0, iar un nod de la adancimea k poate avea arce catre nodurile cu adancimea k+1. In cazul dictionarului, arcele sunt etichetate cu cate o litera si exista un simbol special * care insemna sfarsitul unui cuvant. Fiecare frunza reprezinta un cuvant alcatuit din toate literele de pe drumul de la radacina la acea frunza. Daca 2 cuvinte incep cu aceleasi k litere, primii k pasi pana la frunze sunt aceiasi pentru cele 2 cuvinte.

In cazul algoritmului APRIORI, fiecare arc este etichetat cu numele unui articol, iar arborele contine o anumita multime, daca exista o cale in arbore de la radacina in care arcele sunt etichetate cu elementele din multime in ordine crescatoare. In acest context, alfabetul este reprezentat de multimea ordonata a tuturor  articolelor. O multime candidat cu k elemente C = {i1 < i2 < . . . < ik} poate fi privita ca reprezentand cuvantul i1i2…ik compus cu litere din I. In figura 1 este un exemplu de arbore prefix ce contine candidatii {A,B,C},{A,D,E},{A,D,F},{M,N,P},{M,S,T}.

Pentru calculul suportului unei multimi candidat, se preia fiecare tranzactie pe rand. Pentru o tranzactie t, luam toate submultimile ordonate X cu k elemente ale lui t si le cautam in arbore. Daca X este gasit (ca si candidat), crestem suportul acestui candidat cu 1.
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Figura 1 Arbore cu 5 candidati

In aceasta implementare, in arbore se mentin nu doar candidatii, ci si multimile frecvente, datorita urmatoarelor avantaje:

· Generarea candidatilor se face usor (si rapid), deoarece un candidat se genereaza dintr-o pereche de noduri care au aceiasi parinti (si care deci difera doar prin ultimul nod)

· Regulile de asociere se genereaza usor, deoarece se poate calcula usor suportul unei multimi.

· Marginea negativa (necesara in alti algoritmi bazati pe algoritmul APRIORI) se poate calcula foarte usor.

Calculul suportului candidatilor este facut citind tranzactii una cate una si determinand care candidati sunt inclusi in tranzactia propriu-zisa. Cel mai important factor in timpul de executie este dat de cautarea candidatilor intr-o tranzactie data. Acest lucru este facut recursiv, intr-o maniera in care se minimizeaza timpul de executie. 

Pentru a scadea si mai mult timpul de calcul al suportului unui candidat, in fiecare nod se mentine si lungimea maxima a unui drum din subarborele a carui radacina este acest nod. Cand cautam multimile de k articole pe nivelul d, cautam in descendentii unui nod doar daca lungimea maxima unui drum care porneste din acest nod este cel putin k-d. In acest fel, cu o crestere minima a cantitatii de memorie folosita, se obtine o scadere semnificativa a numarului de noduri parcurse pentru calculul suportului unui candidat in cazul unor multimi mari.

O alta imbunatatire adusa de aceasta implementare este folosirea codurilor de frecventa la construirea arborelui. Arborele astfel construit duce la un timp mai mic pentru cautarea unei anumite multimi (operatie necesara in cazul generarii candidatilor sau a gasirii regulilor de asociere).

In implementare se mai folosesc si alte optimizari pentru scaderea timpului de executie, cum ar fi folosirea unui vector si respectiv a unei matrici pentru calculul candidatilor de pe nivelul 1 si 2 (multimilor candidat cu 1 sau 2 elemente) si a unor tehnici de hashing, in cadrul nodurilor care au mai mult de un anumit numar de descendenti.

O alta optimizare se refera la generarea candidatilor. In ultimele faze ale algoritmului se genereaza un numar mic de candidati, dar pentru calculul suportului acestor candidati  trebuie scanata intreaga baza de date. Pentru a inlatura acest neajuns, se foloseste algoritmul APRIORI_BRAVE, care mentine o limita a memoriei maxime care este necesara la pasul k, si daca generarea candidatilor de la acest pas a consumat mai putina memorie, se genereaza candidatii pentru pasul k+2 ... pana cand se depaseste limita memoriei necesare. In cazul acesta se calculeaza suportul fiecarui candidat si se updateaza cantitatea de memorie necesara, altfel se continua generarea candidatilor. Desi aceasta metoda se bazeaza pe o euristica, in practica a dat rezultate destul de bune.

Din punct de vedere al implementarii, aceasta este realizata in C++. Exista 2 clase, una care implementeaza algoritmul APRIORI si una care implementeaza structura de date folosita. Pentru implementarea arborelui se folosesc vectori si array-uri (deoarece este o implementare simpla si eficienta).

Implementarea arborelui prefix se face folosind vectori. Se foloseste un vector de vectori pentru a retine etichetele muchiilor, etichete ce reprezinta elemente din cosuri. Un alt vector de vectori retine nodurile de la capatul fiecarei muchii (pentru un nod i, in acest vector avem k elemente, fiecare element reprezentand numele unui nod care este succesor al nodului i). Un alt vector retine contorul de prezente pentru multimea reprezentata de un anumit nod, iar un altul parintele fiecarui nod. Un vector de vectori (o matrice) retine contorul de prezente pentru fiecare pereche de articole, iar un alt vector retine lungimea maxima a caii ce incepe din fiecare nod i. Alti doi vectori retin articolele in ordinea frecventei lor, repectiv in ordinea inversa a frecventei. Acest ultim vector este necesar pentru a permite optimizarea care se foloseste de frecventa articolelor pentru a scadea timpul de cautare. De asemenea, clasa ce implementeaza acesti arbori contine metode pentru generarea candidatilor cu un anumit numar de elemente, modificarea contoarelor multimilor de articole prin examinarea unui anumit cos (se incrementeaza contorul acelor multimi care sunt prezente in cos), stergerea multimilor care nu sunt frecvente, gasirea regulilor de asociere, scrierea continutului arborelui intr-un fisier si afisarea a diverse statistici: consum de memorie, continutul arborelui, numarul de noduri.

Pe langa aceasta implementare de baza a arborelui prefix, se mai foloseste o implementare derivata care foloseste in cadrul nodurilor tabele de dispersie pentru a retine succesorii (pentru a face cautarea mai rapida in cazul nodurilor cu un numar de succesori mai mare decat un anumit prag (in acest caz, pragul este de 5)).  

Clasa care implementeaza algoritmul apriori contine ca date un arbore prefix in care se retin multimile frecvente, un vector ce reprezinta cosul curent, numarul cosului, un map cu cosurile in care sunt prezente multimi frecvente si o valoare care arata daca se mentin in memorie datele de intrare (cosurile frecvente) sau nu. 

Clasa mai contine o functie care realizeaza algoritmul apriori, astfel: mai intai gaseste articolele frecvente citind cosuri unul cate unul din fisierul de intrare si le scrie in fisierul de iesire, apoi candidatii pentru perechile frecvente, apoi sterge acei candidati care nu ar putea fi frecventi, apoi calculeaza perechile frecvente si le scrie in fisierul de iesire si continua sa genereze candidati cu cate un ordin mai mare pana cand nu se mai pot genera noi candidati. La sfarsit se genereaza regulile de asociere si se scriu in fisierul de iesire. Functia primeste ca parametru fisierul de intrare, cel de iesire si pragul maxim de suport si cel de incredere.

3. Prezentarea seturilor de date

Pentru testarea acestui algoritm am folosit patru seturi de date. Acestea sunt:

· Kosarak.dat – set de date propus chiar de autorul algoritmului prezentat; contine date anonimizate provenite de la click-urile date in cadrul unui portal de stiri din Ungaria. Are o dimensiune de 30.5 M.

· Retail.dat – set de date propus de Tom Brijs si care contine date anonimizate despre produsele vandute de un magazin belgian. Copyright-ul asupra acestui set de date ii apartine autorului. Are o dimensiune de 3.97 M.

· T10I4D100K – set de date generat folosind generatorul realizat de grupul de cercetare IBM Almaden Quest. Are o dimensiune de 3.83 M.

· T40I10D100K - set de date generat folosind generatorul realizat de grupul de cercetare IBM Almaden Quest. Are o dimensiune de 14.7 M.

Toate seturile de date contin multimi de articole sub forma:

Art1, art2, art 3....

Arti, artj, artk...

unde art1, art2, art3, arti, artj, artk sunt articole anonimizate (reprezentate prin numere), iar cosurile sunt reprezentate prin randurile din aceste seturi de date. In anexele 1-4 sunt prezentate fragmente din aceste seturi de date drept exemplu.

4. Rezultate obtinute

Am rulat algoritmul in urmatoarele configuratii:

· Mai intai am rulat doar pentru gasirea multimilor frecvente, cu pragul de suport minim intre 5% si 0.1%. Am pastrat multimile frecvente si timpul de executie.

· Am rulat si pentru gasirea regulilor de asociere, pentru seturile de date kosarak si retail cu praguri de incredere de 20%, 10% si 5%. Am notat regulile de asociere gasite.

Fisierele de iesire rezultate in urma rularii algoritmului prezinta multimile frecvente de articole sub urmatoarea forma:

148 218 11 6 (49866)
Valorile din afara parantezei reprezinta articolele din multime, iar valoarea din paranteza suportul multimii (in cate cosuri e prezenta).

Regulile de asociere se afiseaza sub forma urmatoare:

218 ==> 11 6 (0.684327, 60630)
Regula de asociere se stabileste intre multimea dinainte de ==> si cea de dupa. In paranteza se gaseste valoarea increderii in regula si suportul acesteia (de cate ori apare). In anexa 5 se gaseste un exemplu complet de fisier de iesire.
Rezultatele rularilor se gasesc in tabelele si graficele urmatoare:

	s \ set date
	kosarak
	T40I10D100K
	T10I4D100K
	retail

	0.05 (5%)
	4
	2
	1
	3

	0.03 (3%)
	4
	2
	1
	3

	0.02 (2%)
	5
	3
	1
	4

	0.01 (1%)
	5
	13
	3
	4

	0.005 (0.5%)
	6
	18
	5
	5

	0.001 (0.1%)
	18
	20
	10
	5


Tabel 1 - Marimea multimilor frecvente maxime functie de pragul de suport
	s\set date
	kosarak
	T40I10D100K
	T10I4D100K
	retail

	0.05 (5%)
	33
	316
	10
	16

	0.03 (3%)
	65
	793
	60
	32

	0.02 (2%)
	121
	2293
	155
	55

	0.01 (1%)
	383
	65236
	385
	159

	0.005 (0.5%)
	1618
	1286037
	1073
	580

	0.001 (0.1%)
	759400
	2000000
	27532
	7589


Tabel 2 - Numarul de multimi frecvente functie de pragul de suport
	s\set date
	kosarak
	T40I10D100K
	T10I4D100K
	retail

	0.05 (5%)
	5.45
	3.58
	2.76
	1

	0.03 (3%)
	5.52
	4.46
	0.72
	0.58

	0.02 (2%)
	6.06
	6.08
	0.86
	0.58

	0.01 (1%)
	6.59
	47.64
	1.16
	0.66

	0.005 (0.5%)
	8.43
	429.34
	1.95
	0.86

	0.001 (0.1%)
	370.74
	800
	4.67
	3.3


Tabel 3 - Timpul de executie (secunde) functie de pragul de suport

O parte din aceste rezultate sunt prezentate sub forma grafica in figurile de mai jos:
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Graficul 1 - Tabelul 1
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Graficul 2 - Tabelul 2
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Graficul 3 - Tabelul 2
Rezultatele privind numarul de reguli de asociere gasite sunt prezentate in tabelul si graficul urmator:

	c\set de date
	kosarak
	retail

	0.2 (20%)
	131
	52

	0.1 (10%)
	166
	62

	0.05 (5%)
	232
	71


Tabel 4 - Numarul de reguli de asociere functie de incredere
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Graficul 4 – Tabelul 4
5. Concluzii

Valabila pentru toate testele este afirmatia: “timpul de rulare si numarul de multimi frecvente obtinute sunt invers proportionale cu pragul de suport s ales”. Acest lucru se datoreaza faptului ca mai multe multimi indeplinesc criteriul frecventei de aparitie cu cat se scade limita aceasteia de frecventa. Daca sunt mai multe multimi de luat in calcul, cu atat mai mari sunt structurile de date interne si cu atat mai mult timp ia prelucrarea lor. Deci tendinta aratata de grafice este normala, in general observandu-se o crestere lenta la inceput, apoi una puternica pentru praguri mai mici de 1 - 0.5%. 
Se mai poate observa ca numarul de reguli de asociere creste aproximativ liniar cu cresterea pragului de incredere.
O alta observatie este ca seturile de date foarte dense (T40I10D100K) sunt mult mai greu prelucrate de catre algoritm. Conteaza mai mult densitatea dataset-ului decat numarul de elemente din el.
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7. Anexe

Anexa 1. Fragment din setul de date retail.dat

0 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20 21 22 23 24 25 26 27 28 29 

30 31 32 

33 34 35 

36 37 38 39 40 41 42 43 44 45 46 

38 39 47 48 

38 39 48 49 50 51 52 53 54 55 56 57 58 

32 41 59 60 61 62 

3 39 48 

63 64 65 66 67 68 

32 69 

48 70 71 72 

39 73 74 75 76 77 78 79 

36 38 39 41 48 79 80 81 

82 83 84 

41 85 86 87 88 

39 48 89 90 91 92 93 94 95 96 97 98 99 100 101 

36 38 39 48 89 

39 41 102 103 104 105 106 107 108 

38 39 41 109 110 

39 111 112 113 114 115 116 117 118 

119 120 121 122 123 124 125 126 127 128 129 130 131 132 133 

48 134 135 136 

39 48 137 138 139 140 141 142 143 144 145 146 147 148 149 

39 150 151 152 

38 39 56 153 154 155 

48 156 157 158 159 160 

39 41 48 

161 162 163 164 165 166 167 

38 39 48 168 169 170 171 172 173 

32 39 41 48 174 175 176 177 178 

32 38 39 47 48 179 180 181 182 183 

39 184 185 186 

36 38 41 48 140 187 188 

39 48 186 189 190 191 192 193 194 195 196 197 198 199 200 

39 201 202 203 204 205 206 207 208 209 

39 65 193 210 211 212 213 214 215 

179 216 217 218 219 220 221 222 223 224 

225 226 227 

39 41 48 228 229 230 231 

36 38 39 232 233 234 235 236 237 238 239 240 241 242 

39 243 244 245 

39 41 48 246 247 248 249 250 

39 48 65 251 252 253 

48 230 254 

39 48 66 78 242 255 256 257 258 259 260 261 

39 48 262 

36 38 39 225 263 264 265 266 267 

Anexa 2. Fragment din setul de date kosarak.dat

1 2 3

1

4 5 6 7

1 8

9 10

11 6 12 13 14 15 16

1 3 7

17 18

11 6 19 20 21 22 23 24

1 25 3

26 3

11 27 6 3 28 7 29 30 31 32 33 34 35 36 37

6 2 38

39 11 27 1 40 6 41 42 43 44 45 46 47 3 48 7 49 50 51

52 6 3 53

54 1 6 55

11 6 56 57 58 59 60 61 62 63 64

3

1 65 66 67 68 3

69 11 1 6

11 70 6

6 3 71

72 6 73

74

75 76

6 3 77

78 79 80 81

82 6 83 7 84 85 86 87 88

11 27 1 6 89 90 91 92 93 14 94 95 96 97 98 99 100 101 102 103 104 105 106 107 108 109 110 111 112 113 114 115 116 117 118 119 120 121 122 123 124 125 126 127 128 129 130 131 132 133 64 134 135 136 137

6 138

1 6 139 140 90 141 142 143 144

6 3

145 11 146

147 3

3 148

149

150

Anexa 3. Fragment din setul de date T40I10D100K

36 69 115 226 278 343 345 358 368 370 401 450 489 494 573 577 581 583 610 682 692 705 722 832 862 886 908 923 932 960 977 

8 51 55 73 78 117 140 175 187 229 266 295 304 366 381 413 424 429 501 512 523 529 538 572 575 576 593 675 676 688 735 758 785 797 812 823 826 843 854 868 871 888 893 956 982 

53 55 98 159 192 322 332 402 412 413 424 430 450 480 526 538 569 571 572 598 666 672 694 701 797 809 820 826 897 904 928 943 952 956 992 

48 203 205 227 279 294 320 335 359 414 509 525 529 780 814 850 871 885 922 928 950 984 

58 69 73 82 120 146 166 178 217 220 244 256 334 357 378 462 470 487 498 528 538 601 625 658 720 749 763 790 795 800 820 868 883 912 918 919 934 935 941 947 978 982 

10 18 75 120 185 194 205 206 321 339 397 477 494 509 544 593 598 618 623 680 720 809 840 876 893 900 913 937 949 956 964 989 

38 175 243 329 371 378 385 440 450 541 554 581 597 622 658 663 722 777 788 800 830 843 849 883 887 888 913 947 956 966 981 989 

20 31 35 38 71 73 98 102 120 127 132 140 204 217 242 243 257 265 294 340 362 368 387 401 419 470 489 509 514 530 533 548 573 602 633 658 665 675 682 694 795 800 854 871 878 895 897 904 914 960 988 

1 4 49 72 107 108 115 124 142 146 162 204 215 225 230 242 266 279 296 314 315 316 318 331 347 509 541 576 605 612 624 688 692 706 730 744 830 858 868 890 919 975 981 999 

21 38 59 71 72 104 122 137 180 196 204 207 256 266 279 334 338 339 421 438 480 523 541 577 617 634 684 741 765 771 830 871 885 894 905 922 967 982 

28 54 55 70 82 115 204 205 225 245 296 333 350 356 366 388 401 411 460 472 480 525 529 598 620 641 657 675 742 753 758 781 800 805 807 826 829 890 900 914 916 937 941 964 966 984 

10 27 100 104 175 206 296 360 394 400 413 422 440 449 517 536 557 578 647 711 769 789 829 844 883 890 893 895 934 944 946 949 970 982 

16 51 54 55 69 100 171 179 182 183 187 236 254 266 346 351 354 355 362 373 377 424 438 459 464 470 494 529 545 561 575 585 594 606 617 657 662 674 678 686 694 706 752 794 820 834 876 884 888 890 900 919 975 982 

38 39 43 45 129 136 174 194 203 241 293 296 362 368 419 437 440 493 567 572 585 614 622 639 651 675 692 707 750 766 789 792 828 835 887 888 918 947 950 

15 70 120 122 143 183 205 229 272 274 279 280 283 287 294 299 351 354 381 487 529 562 568 581 638 685 716 738 766 775 788 804 826 885 948 966 982 984 998 

43 45 67 73 90 111 112 118 142 154 155 197 198 206 236 303 311 326 345 346 450 467 470 507 520 538 558 597 631 650 658 692 709 720 736 746 784 790 797 841 909 

25 26 32 107 112 161 163 217 243 276 294 339 378 449 450 528 614 622 658 701 769 820 829 887 888 889 900 914 928 966 994 

51 97 105 110 115 145 183 187 204 205 274 283 295 321 326 347 367 413 438 450 466 504 523 529 561 562 585 598 611 653 688 810 874 897 914 922 932 943 960 966 968 

8 31 46 73 93 118 132 141 196 259 263 276 314 339 354 368 408 414 427 522 598 612 628 629 631 641 661 671 744 782 800 829 914 

22 25 85 102 115 121 131 132 145 151 201 216 217 220 227 262 266 338 

Anexa 4. Fragment din setul de date T10I4D100K

25 52 164 240 274 328 368 448 538 561 630 687 730 775 825 834 

39 120 124 205 401 581 704 814 825 834 

35 249 674 712 733 759 854 950 

39 422 449 704 825 857 895 937 954 964 

15 229 262 283 294 352 381 708 738 766 853 883 966 978 

26 104 143 320 569 620 798 

7 185 214 350 529 658 682 782 809 849 883 947 970 979 

227 390 

71 192 208 272 279 280 300 333 496 529 530 597 618 674 675 720 855 914 932 

183 193 217 256 276 277 374 474 483 496 512 529 626 653 706 878 939 

161 175 177 424 490 571 597 623 766 795 853 910 960 

125 130 327 698 699 839 

392 461 569 801 862 

27 78 104 177 733 775 781 845 900 921 938 

101 147 229 350 411 461 572 579 657 675 778 803 842 903 

71 208 217 266 279 290 458 478 523 614 766 853 888 944 969 

43 70 176 204 227 334 369 480 513 703 708 835 874 895 

25 52 278 730 

151 432 504 830 890 

71 73 118 274 310 327 388 419 449 469 484 706 722 795 810 844 846 918 

130 274 432 528 967 

188 307 326 381 403 523 526 722 774 788 789 834 950 975 

89 116 198 201 333 395 653 720 846 

70 171 227 289 462 538 541 623 674 701 805 946 964 

143 192 317 471 487 631 638 640 678 735 780 865 888 935 

17 242 471 758 763 837 956 

52 145 161 283 375 385 676 721 731 790 792 885 

182 229 276 529 

43 522 565 617 859 

12 296 350 354 401 548 684 740 774 775 782 841 937 

210 346 477 529 561 605 696 704 789 829 851 884 888 

234 296 355 460 649 684 712 735 746 829 

177 310 600 709 970 

28 145 157 274 346 735 742 809 

5 39 115 178 352 385 517 635 704 722 736 744 825 844 845 919 

175 196 242 279 392 489 494 614 641 673 723 764 789 829 967 

Anexa 5. Exemplu de fisier de iesire al algoritmului
Frequent 0-itemsets:

itemset (occurrence)

{} (88162)

Frequent 1-itemsets:

itemset (occurrence)

89 (3837)

65 (4472)

41 (14945)

32 (15167)

38 (15596)

48 (42135)

39 (50675)

Frequent 2-itemsets:

itemset (occurrence)

41 38 (3897)

41 48 (9018)

41 39 (11414)

32 48 (8034)

32 39 (8455)

38 48 (7944)

38 39 (10345)

48 39 (29142)

Frequent 3-itemsets:

itemset (occurrence)

41 48 39 (7366)

32 48 39 (5402)

38 48 39 (6102)

Association rules:

condition ==> consequence (confidence, occurrence)

41 ==> 38 (0.260756, 3897)

38 ==> 41 (0.249872, 3897)

41 ==> 48 (0.603413, 9018)

48 ==> 41 (0.214026, 9018)

41 ==> 48 39 (0.492874, 7366)

48 39 ==> 41 (0.252762, 7366)

41 ==> 39 (0.763734, 11414)

39 ==> 41 (0.225239, 11414)

32 ==> 48 (0.529703, 8034)

32 ==> 48 39 (0.356168, 5402)

32 ==> 39 (0.55746, 8455)

38 ==> 48 (0.509361, 7944)

38 ==> 48 39 (0.391254, 6102)

48 39 ==> 38 (0.209389, 6102)

38 ==> 39 (0.663311, 10345)

39 ==> 38 (0.204144, 10345)

48 ==> 39 (0.691634, 29142)

39 ==> 48 (0.575076, 29142)
