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1. Introducere 
Avand cateva miliarde de pagini Web create de milioane de autori si organizatii, World Wide Web este o extraordinar de bogata baza de cunostinte. Cunostintele vin nu numai din insusi continutul paginilor, dar si din caracteristicile unice ale Web-ului, precum structura sa de hiperlegaturi si diversitatea sa de continut si limbi. Analiza acestor caracteristici dezvaluie adesea sabloane interesante si cunostinte noi. Aceste cunostinte pot imbunatati eficienta utilizatorilor si eficacitatea in cautarea informatiilor pe Web, precum si a aplicatiilor care nu au legatura cu Web-ul, cum ar fi, spre exemplu, suportul pentru luarea deciziilor sau managementul afacerilor. 
Dimensiunea Web-ului si continutul sau nestructurat si dinamic, precum si natura sa multilingva, fac extragerea cunostintelor utile o problema de cercetare provocatoare. Mai mult, Web-ul genereaza o cantitate mare de date in alte formate care contin informatii valoroase. De exemplu, informatia log-urilor serverelor Web despre sabloanele accesate de utilizatori poate fi folosita pentru personalizarea informatiei sau pentru imbunatatirea design-ului paginii Web. 
Termenul Web mining a fost  introdus de Etzioni (1996) pentru a desemna utilizarea tehnicilor de data mining pentru gasirea automata a documentelor si serviciilor Web, extragerea informatiilor din resursele Web si descoperirea de sabloane (modele) generale in Web. De-a lungul timpului, cercetarea Web mining-ului a fost extinsa pentru a cuprinde utilizarea data mining-ului si a tehnicilor similare pentru descoperirea resurselor, modelelor si cunostintelor din Web si din datele legate de Web (precum datele utilizarii Web – Web usage data – sau log-urile de server web – Web server logs). In general, prin Web mining se intelege “descoperirea si analiza informatiei utile din World Wide Web” (Cooley, Mobasher & Srivastava, 1997, p: 558). 
Cercetarile in Web mining se suprapun substantial cu alte domenii, incluzand data mining, text mining, recuperarea informatiei. O clasificare posibila a cercetarii in aceste domenii este reprezentata in tabelul 1. Clasificarea se bazeaza pe doua aspecte: scopul cercetarii si sursele datelor. Cercetarea recuperarii se concentreaza pe gasirea datelor existente relevante sau a documentelor din baze de date de dimensiuni mari sau din depozite de documente, iar cercetarea in domeniul mining-ului este concentrata pe descoperirea informatiilor noi sau a cunostintelor din date. De exemplu, tehnicile de recuperare a datelor sunt indeosebi implicate in marirea vitezei de recuperare a datelor dintr-o baza de date, in timp ce tehnicile de data mining analizeaza datele si incearca sa identifice sabloane interesante. Cu toate acestea, trebuie facuta observatia ca distinctia intre recuperarea informatiilor si text mining nu este clara. Multe aplicatii, precum clasificarea sau clusterizarea de text, sunt adeseori considerate atat ca recuperare de informatii, cat si ca text mining. De fapt, aproape toate metodele de text mining au fost investigate de comunitatea recuperarii informatiei, indeosebi de Text Retrieval Conference (TREC). Deoarece cercetarea recuperarii informatiei are ca scop primar cautarea si indexarea, se poate considera ca domeniile precum clusterizarea documentelor sunt instante din tehnicile de text mining, care, la randul lor, sunt parti din procesul de recuperare. In mod asemanator, recuperarea Web (Web retrieval) si Web mining impart multe aspecte similare. Clusterizarea documentelor Web a fost studiata atat in contextul recuperarii Web, cat si in cel al Web mining-ului. Pe de alta parte, totusi, Web mining-ul nu este doar simpla aplicare a recuperarii informatiei si tehnicilor de text mining asupra paginilor Web; implica, de asemenea, si date non-textuale precum log-urile serverelor Web si alte date de tranzactional-specifice. Din acest punct de vedere, recuperarea Web si Web mining sunt considerate domenii suprapuse, in care criteriul esential pentru clasificare este scopul specific aplicatiei. 
Surse de date/informatii

	
	Orice tip de date
	Date textuale
	Date de pe Web

	Recuperarea eficienta si efectiva a datelor cunoscute sau a documentelor
	Recuperarea datelor
	Recuperarea informatiei
	Recuperarea Web

	Gasirea de noi sabloane sau cunostinte necunoscute initial
	Data mining
	Text mining

	Web mining



Este, de asemenea, interesant de observat ca, desi Web mining este strans legat de data mining si text mining, nu toate tehnicile aplicate in Web mining sunt bazate pe data mining sau text mining. Anumite tehnici, precum analiza structurii link-urilor Web sunt specifice numai Web mining-ului. In general, se poate considera ca Web mining-ul este un subdomeniu al data mining-ului, dar nu si al text mining-ului, deoarece unele date Web nu sunt textuale (cum ar fi datele log-urilor Web – Web log data). 
Dupa cum s-a putut vedea, cercetarea Web mining-ului este la intersectia catorva domenii de cercetare consacrate, incluzand recuperarea informatiei, recuperarea Web, invatarea automata, bazele de date, data mining si text mining. 

1.1. Data mining – definitie si etape

Multi oameni considera data mining un sinonim pentru un alt termen larg utilizat, “descoperirea cunostintelor in bazele de date” (Knowledge Discovery in Databases – KDD). Alternativ, altii vad procesul de data mining ca un pas esential in procesul descoperirii de cunostinte in bazele de date. Descoperirea cunostintelor, ca proces, este prezentata in figura 1, si consta dintr-o secventa iterativa formata din pasii urmatori: 

· curatarea datelor (data cleaning) – inlaturarea zgomotului si a datelor irelevante;

· integrarea datelor (data integration) – pot fi combinate surse de date; o directie foarte raspandita in industria informatiei este de a realiza curatarea si integrarea datelor ca un pas de preprocesare, in care datele rezultate sunt stocate intr-un depozit de date (data warehouse);

· selectia datelor (data selection) – datele relevante sarcinii de analiza sunt extrase din baza de date;

· transformarea datelor (data transformation) – datele sunt transformate sau consolidate in forme potrivite data mining-ului prin realizarea unor operatii de rezumare sau agregare; cateodata, transformarea si consolidarea datelor se realizeaza inaintea procesului de selectie, in special in cazul depozitelor de date (data warehousing);

· data mining – procesul esential in care se aplica metode inteligente cu scopul de extragere a unor sabloane din date;

· evaluarea sabloanelor (pattern evaluation) – pentru identificarea sabloanelor cu adevarat interesante, reprezentand cunostinte bazate pe anumite masuri ale gradului de interes a acestora;
· prezentarea cunostintelor (knowledge presentation) – se folosesc tehnici de vizualizare si reprezentare a cunostintelor pentru a prezenta utilizatorului cunostintele descoperite.
[image: image1.png]



Figura 1: Data mining ca proces in descoperirea informatiei

Pasul de data mining poate interactiona cu utilizatorul sau cu o baza de cunostinte. Sabloane interesante sunt prezentate utilizatorului si pot fi stocate ca noi cunostinte in baza de cunostinte. Din acest punct de vedere, data mining este doar un pas in intregul proces, desi unul esential, din moment ce descopera sabloane ascunse pentru a fi evaluate. 
Data mining este un proces de descoperire a cunostintelor. Cu toate acestea, in industrie, in media si in mediul de cercetare a bazelor de date, termenul de “data mining” devine mai popular decat termenul mai lung - “descoperire a cunostintelor in bazele de date”. 

Defininea unei discipline stiintifice este intotdeauna o sarcina controversata, adesea, cercetatorii nepunandu-se de acord asupra razei si limitelor campului sau de studiu. Tinand cont de acest aspect, se poate accepta urmatoarea definitie:

Data mining reprezinta procesul de analiza a unor seturi de date observationale (adesea de dimensiuni foarte mari – exemplu – data warehouses) cu scopul de a gasi relatii ascunse si de a rezuma datele in noi forme care sunt in acelasi timp utile si inteligibile posesorului (utilizatorului) acestor date. 
Termenul de proces este foarte important in acest context. Chiar in anumite medii profesionale exista convingerea ca data mining consta numai in alegerea si aplicarea unor unelte computationale potrivite problemei prezentate si obtinerea automata a solutiei. Este o conceptie gresita, argumentele fiind prezentate in continuare. Unul dintre ele este ca data mining nu este o simpla colectie de instrumente izolate, fiecare complet diferita de celelalte si asteptand sa se potriveasca unui anumit tip de problema. Un altul este legat de notiunea de potrivire a unei tehnici pentru o problema. Foarte rar o problema de cercetare este formulata atat de precis incat o simpla aplicare a unei metode sa fie suficienta. De fapt, in practica, data mining devine un proces interactiv. O data – se studiaza datele, se examineaza folosind anumite tehnici analitice, se hotaraste abordarea lor din alte unghiuri, poate se fac chiar unele modificari asupra lor, apoi se revine la inceput si se aplica alt mijloc de data mining, obtinandu-se poate rezultate mai bune sau diferite. Acesti pasi se pot repeta iar si iar, de multe ori; fiecare tehnica este folosita pentru a sonda aspecte putin diferite ale datelor. Ceea ce s-a vrut evidentiat aici este ca data mining nu este o aplicare intamplatoare a statisticii, a machine learning sau al altor metode si unelte. Nu este o cale intamplatoare prin spatiul tehnicilor analitice, ci un proces planuit cu grija pentru a decide ceea ce va fi mai folositor, mai promitator si mai relevant.

Cu toate ca exista multe sisteme de data mining pe piata, nu toate pot realiza data mining in adevaratul sens. Un sistem de analiza a datelor care nu poate lucra cu cantitati mari de date poate, cel mult, sa fie clasificat ca un sistem invatare automata (machine learning), o unealta de analiza statistica a datelor sau un sistem prototip experimental. Un sistem care poate realiza doar extragerea datelor sau a informatiilor, inclusiv gasirea valorilor agregat, sau care realizeaza o interogare deductiva in baze de date de dimensiuni mari poate fi mai degraba catalogat drept sistem de baze de date, sistem de extragere a informatiei sau un sistem de baze de date deductiv. 

Data mining implica integrarea unor tehnici din multiple discipline, precum tehnologii de baze de date, statistica, machine learning, procesare de nivel inalt, recunoasterea sabloanelor, retele neurale, vizualizarea datelor, extragerea informatiei, procesarea de imagine si de semnal si analiza spatiala a datelor.

2. Web mining 

Cercetarea Web mining-ului poate fi impartita in trei categorii: mining-ul continutului Web (Web content mining), mining-ul structurii Web (Web structure mining) si mining-ul utilizarii Web (Web usage mining). Web content mining inseamna descoperirea informatiei utile in continutul Web, incluzand textul, imaginile, datele audio si video. Cercetarea in Web content mining include descoperirea resurselor de pe Web, impartirea pe categorii a documentelor sau clusterizarea, si extragerea informatiei din paginile Web. Web structure mining studiaza modelele potentiale care se pot afla in structura link-urilor Web. De obicei, implica analiza in-link-urilor si out-link-urilor si a fost folosit pentru acordarea de rang-uri rezultatelor returnate de motoarele de cautare si alte aplicatii Web. Web usage mining se concentreaza pe utilizarea tehnicilor de data mining pentru analizarea cautarilor sau a altor log-uri de activitate pentru a gasi modele interesante. Una dintre aplicatiile principale ale Web usage mining este dezvoltarea profilelor utilizatorilor. 
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Figura 2: Cele trei ramuri aleWeb mining-ului
Cercetarea in Web mining se confrunta cu cateva provocari majore. Mai intai, majoritatea documentelor Web sunt in format HTML (HyperText Markup Language) si contin multe tag-uri de marcare, folosite in special pentru formatare. Desi aplicatiile Web mining trebuie sa analizeze sintactic documentele HTML pentru a se ocupa de aceste marcaje specifice, tag-urile pot, de asemenea, sa furnizeze informatie aditionala despre document. Spre exemplu, un marcaj de ingrosare a textului (<b>) poate indica faptul ca un termen este mai important decat alti termeni, care apar scrisi cu caractere normale. Astfel de indicatii de formatare au fost des folosite pentru a determina relevanta termenilor. 
In al doilea rand, sistemele traditionale de IR contin adeseori documente structurate si bine scrise (cum ar fi articolele de stiri, lucrari de cercetare, metadate), dar nu este cazul celor de pe Web. Documentele Web sunt mult mai diversificate in ceea ce priveste lungimea, structura, stilul in care au fost scrise si multe pagini Web contin greseli gramaticale si de ortografie. Paginile Web sunt diversificate si in limbaj si subiectul abordat. In plus, pe Web pot fi intalnite diferite tipuri de continut, incluzand: text, imagini, audio, video si executabile. Exista numeroase tipuri de formate, printre care: HTML, Extensible Markup Language (XML), Portable Document Format (PDF), Microsoft Word (doc), Moving Picture Experts Group (mpeg), Audio Layer 3 (mp3), Waveform audio file (wav), Real Audio (ra), Audio Video Interleaved (avi), etc. Aplicatiile Web trebuie sa opereze cu aceste diferite formate si sa recupereze informatia dorita. 
In al treilea rand, desi aproape toate documentele din sistemele IR traditionale tind sa ramana statice de-a lungul timpului, paginile Web sunt mult mai dinamice; pot fi updatate in fiecare zi, in fiecare ora sau chiar in fiecare minut. Unele pagini Web nu au, practic, o forma statica; ele sunt generate dinamic la cerere, avand continut diferit in functie de utilizatorul si momentul cererii. Aceasta face mult mai dificil pentru sistemele de recuperare, precum motoarele de cautare, sa genereze un index de cautare la zi pentru Web. 
O alta caracteristica a Web-ului, poate cea mai importanta, este structura sa de hiperlegaturi (hyperlink). Paginile Web sunt legate unele de altele prin hiperlegaturi. Autorul unei pagini Web plaseaza un link catre o alta pagina Web in cazul in care considera ca aceasta contine un subiect relevant sau daca este de buna calitate. Textul ancorei furnizeaza, de asemenea, o buna descriere a paginii tinta. Cateva studii au incercat sa se foloseasca de textul ancorei sau de textul adiacent acesteia pentru a prezice continutul paginii destinatie (Amitay, 1998; Rennie & McCallum, 1999). 
Ca marime, Web-ul este mai cuprinzator decat sursele traditionale de date sau decat colectiile de documente. Numarul paginilor Web indexabile depaseste cateva miliarde si a fost estimat ca va creste cu o rata de aproximativ un milion de pagini pe zi. Colectarea, indexarea si analiza acestor documente reprezinta o mare provocare. 
3. Web Content Mining 

Web content mining este procesul extragerii informatiei folositoare din continutul documentelor Web. Datele continute corespund unei colectii de fapte pe care pagina Web a fost proiectata sa le comunice utilizatorilor. Acestea constau in text, imagini, date audio sau video, inregistrari structurate precum listele sau tabelele. Text mining-ul si aplicarea sa in continutul Web au fost cel mai mult studiate. Cateva din problemele studiate care se adreseaza text mining-ului sunt descoperirea subiectului, extragerea sabloanelor de asociere, clusterizarea documentelor Web si clasificarea paginilor Web. Activitatile de cercetare in acest domeniu implica, de asemenea, folosirea tehnicilor din alte discipline, precum recuperarea informatiei (Information Retrieval - IR) si procesarea limbajului natural (Natural Language Processing - NLP). Exista si un volum semnificativ de munca in extragerea cunostintelor din imagini – in domeniul procesarii imaginilor si a computer vision – dar aplicarea acestor tehnici in Web content mining nu s-a dovedit prea rapida. Continutul Web poate fi nestructurat (ex: textul), semi-structurat (documentele HTML) sau structurat (date extrase din baze de date in paginile Web dinamice). Aceste date dinamice nu pot fi indexate si constituie ceea ce este numit “Web-ul ascuns”. 

Cooley clasifica eforturile in cercetarea din domeniul explorarii continutului Web in abordarea din punct de vedere a regasirii informatiei (IR) si abordarea din punctul de vedere al bazelor de date. Regasirea informatiei implica dezvoltarea de sisteme de inteligenta artificiala sofisticate care pot actiona autonom sau semi-autonom in folosul unui utilizator particular, pentru a descoperi si a organiza informatia Web. Pe de alta parte, abordarea din perspectiva bazelor de date se concentreaza pe tehnici pentru integrarea si organizarea datelor eterogene si semistructurate de pe Web in colectii de resurse structurate si de nivel inalt, folosind mecanisme de interogare standard a bazelor de date si tehnici de data mining pentru a accesa si analiza aceasta informatie. 
3.1. Preprocesarea datelor 

Web content mining este strans legat de domeniul text mining-ului, de vreme ce, pentru a procesa si organiza paginile Web, continutul lor trebuie sa fie procesat intai corespunzator pentru a extrage proprietatile care intereseaza. Aceste proprietati selectate sunt folosite ulterior pentru a reprezenta documentele si pentru a sprijini procesele de clasificare sau clusterizare. Se deosebesc patru etape in preprocesarea datelor, bazate pe tehnicile folosite in text mining, si anume: selectarea datelor, filtrarea, curatarea si reprezentarea. 
Selectarea datelor implica identificarea si regasirea datelor textuale din surse de date relevante. In timpul selectiei datelor, este folosita informatia exogena reprezentata de obicei prin metadate descriptive, precum cuvintele cheie, atasate documentului. Selectarea datelor, asa cum este definita in text mining, nu poate fi aplicata tuturor documentelor Web, de vreme ce nu sunt metadate atasate lor (cu exceptia cazurilor rare a documentelor de Web semantic). 
Pe de alta parte, procesul de filtrare a datelor proceseaza informatia endogena, de obicei numita “metadata implicita”, pentru a identifica relevanta documentului. In aceasta etapa sunt folosite tehnicile NLP, al caror rezultat principal este identificarea limbii. 
Scopul curatarii datelor este inlaturarea zgomotului din date (erori, inconsistente si valori marginale) pentru a imbunatati calitatea acestora. La procesarea surselor de date eterogene, integrarea datelor trebuie sa fie efectuata prima. 
Cel mai important pas din timpul preprocesarii datelor este etapa de reprezentare a datelor. Continutul trebuie sa fie transformat intr-o reprezentare normalizata. Aceasta reprezentare este de obicei numita vector de caracteristici, care include cele mai importante atribute care sunt selectate sa reprezinte continutul. O problema a algoritmilor disponibili momentan este ca nu fac fata eficient spatiului de vectori multi-dimensionali, facand astfel tehnicile de reducere a datelor esentiale. 
Alta problema in aceasta etapa este analiza semantica. Analiza semantica trateaza, in special, problemele de sinonimitate (nume diferite pentru acelasi concept) si polisemie (acelasi nume pentru concepte diferite). 
3.2. Modele de reprezentare a documentelor Web 

Pentru a reduce complexitatea documentelor si a face manipularea acestora mai usoara in timpul proceselor de clusterizare sau/si clasificare, trebuie alese, in primul rand, tipul caracteristicilor sau atributelor importante (ex: cuvinte, fraze sau link-uri) din documente si felul in care acestea ar trebui reprezentate. 

Modelul cel mai folosit in clusterizare este Vector Space Model, in timp ce in clasificare este Support Vector Machines. 

3.2.1. Vector Space Model 

In Vector Space Model fiecare document este reprezentat ca vector de caracteristici, a carui lungime este egala cu numarul de atribute unice ale documentului din colectie. Fiecare componenta din vector are o pondere care indica importanta fiecarui atribut in caracterizarea documentului. De obicei, aceste atribute sunt termeni care sunt extrasi din document folosind metode IR. 

Faza de extragere a termenilor care caracterizeaza un document este numita indexarea documentului. Apoi, in faza de ponderare a termenilor, acestor termeni le sunt atribuite ponderi, indicand semnificatia lor in caracterizarea documentului. Aceste ponderi pot fi binare, indicand existenta (1) sau nu (0) a termenilor in document. De obicei, este mult mai raspandita folosirea frecventei de intalnire a termenului in document sau un algoritm apartinand familiei Tf*Idf. Frecventa de intalnire a termenului este bazata pe statistica termenului in document si este cel mai simplu mod de a asigna ponderi unui termen. Tf*Idf este o masura folosita in colectiile de documente care favorizeaza termenii care sunt frecventi in documente relevante, dar putin frecventi in colectie ca intreg. Tf  reprezinta frecventa de intalnire a termenului in document, iar Idf este inversul frecventei de intalnire a termenului in intreaga colectie. 
Idf = log(nk / N) unde nk este numarul de documente care contin termenul, iar N este numarul total de documente

Dupa ce s-a incheiat ponderarea termenilor, trebuie aleasa o masura de similaritate pentru calculul asemanarii dintre doua documente (sau clustere). Considerand ca fiecare document este reprezentat de un vector de ponderi, similaritatea poate fi gasita, in cel mai simplu mod, calculand produsul termenilor sai. Oricum, aceasta masura de similaritate nu este folosita niciodata. Cea mai cunoscuta masura de similaritate este cea a coeficientilor cosinus, care masoara cosinusul unghiului dintre doi vectori de caracteristici. Alte masuri sunt cele ale coeficientilor Jaccard si ale coeficientilor Dice, ambele fiind versiuni normalizate ale potrivirii simple a coeficientilor. 
3.2.2. Support Vector Machines (SVM) 
Metoda SVM a fost introdusa de Vapnik si examinata ulterior de Joachims. SVM s-au dovedit a fi clasificatori rapizi si eficienti pentru documentele text si au rezolvat problema dimensionalitatii, de vreme ce, in loc sa restrictioneze numarul de caracteristici, folosesc o structura rafinata, care nu este necesar dependenta de dimensionalitatea spatiului de intrare. 
Idea este de a separa vectorul spatiu printr-un plan in asemea fel incat sa se separe cel mai bine membrii claselor diferite. Punctele de date care sunt cele mai apropiate de hiperplan, reprezentandu-l, sunt vectorii suport. Deoarece SVM nu isi pierd eficienta sau abilitatea de generalizare cu cat numarul de caracteristici de intrare creste, ii fac un model ideal pentru clasificarea documentelor folosind direct toate cuvintele din text drept caracteristici. 
Joachims a aratat ca SVM efectueaza o clasificare a documentelor text in categorii topice substantial superioara metodelor conventionale utilizate in clasificarea documentelor (precum naive Bayes, Rocchio, arbori de decizie, k-NN). 

3.3. Clusterizarea documentelor Web 

3.3.1. Pasi in procesul de clusterizare 

Clusterizarea este una dintre tehnicile fundamentale din analiza datelor care organizeaza un set de obiecte dintr-un spatiu multi-dimensional in grupuri coezive, numite clustere. Au fost propuse multe utilizari pentru clusterizare in procesul de regasire a informatiei Web. Mai intai, pe baza ipotezei de cluster, clusterizarea poate creste eficienta si eficacitatea in recuperare. Ulterior, clusterizarea poate fi folosita, fiind un mecanism puternic, pentru navigarea intr-o colectie de documente (pentru a le separa sau grupa) sau pentru prezentarea rezultatelor recuperarii (ex clusterizarea arborelui de sufixe). Alte aplicatii de clusterizare includ exapansiunea interogarilor, urmarirea documentelor similare si acordarea de ranguri rezultatelor recuperarii. 
Asa cum a fost deja mentionat, pentru a clusteriza documentele, trebuie intai ales tipul caracteristicilor sau atributelor documentelor pe care va fi bazata clusterizarea si reprezentarea lor. Cel mai des folosit model este Vector Space Model, descris anterior. Clusterizarea este apoi efectuata folosind ca intrare vectorii care reprezinta documentele si un algoritm de clusterizare a documentelor Web. 
Algoritmii de clusterizare Web existenti difera in multe privinte, cum ar fi tipul atributelor cheie pe care ii folosesc pentru a caracteriza documentele, masura de similaritate folosita, reprezentarea clusterelor, etc. Pe baza caracteristicilor sau atributelor din documente folosite de algoritmul de clusterizare, abordarile pot fi categorisite astfel : 
-bazate pe text – clusterizarea este bazata pe continutul documentului

-bazate pe link-uri – bazata pe structura de link-uri a paginilor in colectie

-hibride – care iau in considerare atat continutul, cat si link-urile din pagini. 

3.3.2. Algoritmi de clusterizare a documentelor Web 

Clusterizare bazata pe text 

Aceasta abordare caracterizeaza fiecare document in functie de continutul sau : cuvintele continute, frazele sau fragmentele. Ideea de baza este ca daca doua documente contin multe cuvinte comune, atunci este foarte probabil ca ele sa fie documente similare. 

Abordarile din aceasta categorie pot fi, mai departe, categorisite in functie de metoda de clusterizare folosita in: partitionale, ierarhice, bazate pe grafuri, bazate pe retele neurale si algoritmi probabilistici. Mai departe, in functie de felul in care algoritmul de cluterizare trateaza din punct de vedere al suprapunerii clusterelor, un algoritm poate sa fie tare (crisp), care trateaza partitiile nesuprapuse, sau fuzzy - cu care un document poate fi clasificat in mai multe clustere. Majoritatea algoritmilor existenti sunt tari, ceea ce inseamna ca un document fie apartine, fie nu unui anumit cluster. 
Clusterizarea partitionala. Clusterizarea de documente partitionala sau non-ierarhica incearca partitionarea neteda a unei colectii de documente intr-un numar predefinit de clustere disjuncte. Mai precis, acesti algoritmi produc un numar intreg de partitii care optimizeaza o anumita functie criteriu (ex : maximizarea sumei mediilor similaritatilor pereche intra-cluster). 

Algoritmii de clusterizare partitionali sunt impartiti in algoritmi cu metode iterative sau de realocare si in algoritmi cu metode cu un singur pas. Cei mai multi sunt iterativi si metodele cu un singur pas sunt utilizate la inceputul metodei de realocare. Cei mai cunoscuti algoritmi de clusterizare partitionala sunt k-means, care se bazeaza pe ideea ca centrul clusterului, numit centroid, poate fi o buna reprezentare a clusterului. Algoritmul porneste prin a alege k centroizi de clustere. Apoi este calculata distanta cosinus dintre dintre fiecare document din colectie si centroizi si documentul este asignat clusterului cu centroidul cel mai apropiat. Apoi sunt recalculati centroizii noului cluster si procedura continua iterativ pana este atins un anumit criteriu. Alt algoritm de clusterizare partitionala este algoritmul celei ma apropiate vecinatati (nearest neighbor). 
Clusterizarea ierarhica. Algoritmii de clusterizare ierarhica produc o secventa de partitii de acelasi fel. De obicei, similaritatea dintre fiecare pereche de documente este stocata intr-o matrice de similaritate n x n. La fiecare pas, algoritmul fie uneste doua clustere (metode aglomerative), fie imparte un cluster in doua (metode divizive). Rezultatul unei clusterizari poate fi vizualizat intr-o structura sub forma de arbore, numita dendograma, cu un cluster in varf care contine toate documentele colectiei si multe clustere la baza, fiecare continand un singur document. Alegand nivelul convenabil pentru dendograma, obtinem o partitionare in cate clustere dorim. 
Aproape toti algoritmii ierarhici folositi pentru clusterizarea documentelor sunt aglomerativi (HAC). Un algoritm HAC tipic porneste prin a asigna fiecare document din colectie unui singur cluster. Similaritatea dintre toate perechile de clustere este calculata si stocata in matricea de similaritate. Apoi, cele mai apropiate (similare) clustere sunt unite si matricea de similaritate este updatata pentru a reflecta schimbarea in similaritate dintre noul cluster si clusterele originale. Procesul este repetat pana cand ramane un singur cluster sau pana cand este atins un prag. Metodele de clusterizare ierarhica aglomerativa difera prin modul in care calculeaza similaritatea dintre doua clustere. Metodele existente sunt metoda legaturii singulare (single link), metoda legaturii complete (complete link), metoda mediei de grup (group average), metoda Ward si metoda centroidului (mediana). 
Clusterizarea bazata pe grafuri. Documentele care urmeaza sa fie clusterizate pot fi vazute ca un set de noduri si muchiile dintre noduri reprezinta relatiile dintre ele. Fiecare muchie are o pondere, care denota gradul acelei relatii. Algoritmii bazati pe grafuri se bazeaza pe partitionarea grafului, adica pe identificarea clusterelor prin taierea muchiilor din graf astfel incat muchiile taiate (suma ponderilor muchiilor taiate) sa fie minimizate. De vreme ce muchiile din graf reprezinta similaritatea dintre documente, taind muchiile cu suma minima a ponderilor, algoritmul minimizeaza similaritatea dintre documentele din clustere diferite. Ideea de baza este ca ponderile muchiilor din acelasi cluster vor fi mai mari decat ponderile muchiilor dintre clustere. Astfel, clusterul rezultat va contine documentele strans legate. Cei mai importanti algoritmi bazati pe grafuri sunt Chameleon, ARHP (Association Rule Hypergraph Partitioning) si cel propus de Dhillon. 
Clusterizarea bazata pe retele neurale. SOM (caracteristica Self-Organizing Maps a lui Kohonen) este un model de retea neurala nesupervizata des folosit. Consta din doua straturi: stratul de intrare cu n noduri de intrare, corespunzator celor n documente si stratul de iesire cu k noduri de iesire, care corespunde celor k regiuni de decizie. Fiecarei din cele k unitati de iesire ii este asignat un vector de ponderi. In timpul unui pas de invatare, un document din colectie este asociat cu un nod de iesire care are cel mai similar vector de ponderi. Vectorul de ponderi a nodului « castigator » este apoi adaptat in asemenea fel incat va deveni si mai similar cu vectorul care reprezinta acel document. Iesirea algoritmului este aranjamentul documentelor de intrare intr-un spatiu 2-dimensional in asemenea fel incat similaritatea dintre doua documente de intrare este oglindita in termenii distantei topografice dintre cele k regiuni de decizie. Alta abordare propusa este modelul hartii caracteristicilor ierarhice (hierarhical feature map), care este bazat pe organizarea ierarhica a mai mult de o harta de caracteristici cu auto-organizare. 
Clusterizarea Fuzzy. Toate abordarile de mai dinainte produc clustere intr-un mod in care fiecare document este asignat unui singur cluster. Abordarile clusterelor fuzzy, pe de alta parte, sunt non-exclusive, in sensul ca fiecare document poate apartine de mai mult de un singur cluster. Algoritmii fuzzy de obicei incearca sa gaseasca cea mai buna clusterizare prin optimizarea unei anumite functii criteriu. Faptul ca un document poate apartine de mai mult de un singur cluster este descris de o functie de membru. Functia de membru calculeaza pentru fiecare document un vector de membru, in care al i-lea element indica gradul de apartenenta a documentului la al i-lea cluster. Cel mai utilizat algoritm de clusterizare fuzzy este Fuzzy c-means, o variatie a algoritmului partitional k-means. Alta abordare fuzzy este algoritmul Fuzzy Clustering si Fuzzy Merging. 
Clusterizarea probabilistica. Alt mod de a trata incertitudinea este folosirea algoritmilor de clusterizare probabilistica. Acesti algoritmi folosesc metode statistice pentru a calcula similaritatea dintre date in loc de anumite masuri predefinite. Ideea de baza este asignarea de probabilitati pentru membrii unui document intr-un cluster. Fiecare document poate apartine mai multor clustere in functie de probabilitatea de apartenenta la fiecare cluster. Abordarile de clusterizare probabilistica sunt bazate pe modelari de amestec finit (finite mixture). Doi algoritmi probabilistici des utilizati sunt maximizarea asteptarii (expectation maximization) si AutoClass. Iesirea algoritmilor probabilistici este setul de valori ale parametrilor functiei de distributie si probabilitatea de membru a fiecarui document pentru fiecare cluster. 
Clusterizarea bazata pe link-uri 

Abordarile de clusterizare pe text au fost dezvoltate pentru a fi utilizate in colectii mici, statice si omogene de documente. Contrar, Web-ul este o colectie foarte mare de pagini eterogene si interconectate. Mai mult, paginile Web au informatie aditionala atasata lor (metadate de documente Web, hiperlegaturi) care pot fi foarte utile pentru clusterizare. Abordarea clusterizarii documentelor bazata pe legaturi caracterizeaza documentele prin informatia extrasa din structura de legaturi a colectiei. Ideea de baza este ca atunci cand doua documente sunt conectate printr-un link, atunci exista relatii semantice intre ele, care pot fi baza pentru partitionarea colectiei in clustere. Utilizarea structurii de link-uri pentru clusterizarea unei colectii este bazata pe analiza citatiilor din campul bibliometricii. Clusterizarea bazata pe legaturi este o zona in care mining-ul continutului Web si mining-ul structurii Web se suprapun. 
Botafogo a propus un algoritm care se bazeaza pe un algoritm teoretic de grafuri care gaseste componentele strans conectate intr-o structura de graf de hypertext. Algoritmul foloseste o masura de densitate, care indica interconectivitatea hypertextului si este o functie a distantei medii intre link-uri din nodurile hypertext. Alt algoritm bazat pe link-uri a fost propus de Larson, care a aplicat analiza co-citatiilor unei colectii de documente Web. 
Abordari hibride 

Abordarile clusterizarii documentelor bazata pe link-uri descrise anterior caracterizeaza documentul numai prin informatia extrasa din structura de link-uri a colectiei, exact asa cum abordarile bazate pe text caracterizeaza documentele numai prin cuvintele pe care le contin. Desi link-urile pot fi vazute ca o recomandare a creatorului unei pagini catre o alta pagina, acestea nu intotdeauna intentioneaza sa indice similaritatea. Mai mult, acesti algoritmi pot suferi pe urma unei densitati scazute sau prea mari de structuri de link-uri. Pe de alta parte, algoritmii bazati pe text au probleme cand trateaza cu limbi diferite sau cu particularitati de limbaj (sinonime, omonime, etc). De asemenea paginile Web contin alte forme de informatie in afara textului, precum imagini sau multimedia. Ca o consecinta, abordarile clusterizarii hibride a documentelor au fost propuse pentru a combina avantajele si a limita dezavantajele celorlalte doua abordari. 

Pirolli descrie o metoda care reprezinta paginile ca vectori continand informatia din continut, link-uri, datele de utilizare si meta-informatiile atasate fiecarui document. Algoritmul de clusterizare « continut-legaturi » care a fost propus de Weiss este un algoritm de clusterizare aglomerativa ierarhica, in care este folosita metoda link-urilor complete si o masura de similaritate hibrida. Alte abordari de clusterizare hibride bazate pe legaturi si text este algoritmul k-means toric, propus de Modha & Spangler. Algoritmul porneste prin a aduna rezultatele returnate unei interogari a utilizatorului dintr-un motor de cautare si extinde setul incluzand paginile Web care sunt legate de paginile din setul original. Modha & Spangler furnizeaza si o schema pentru a prezenta continutul fiecarui cluster utilizatorilor, descriind diferite aspecte ale clusterului. 

3.3.3. Concluzii 

Clusterizarea este o procedura foarte complexa, depinzand de colectia careia ii este aplicata, cat si de alegerea valorilor diferitilor parametri. Deci, o selectie atenta a acestora este cruciala pentru succesul clusterizarii. Mai mult, dezvoltarea abordarilor de clusterizare bazata pe link-uri a aratat ca link-urile pot fi o importanta sursa de informatie pentru procesul de clusterizare. 
Desi deja cercetarea in domeniul clusterizarii documentelor Web este foarte dezvoltata, mai sunt inca probleme deschise care necesita inca multa cercetare. Acestea includ dobandirea de raporturi mai bune calitate-complexitate, precum si efort in a trata cu dezavantajele fiecarei metode. In plus, alta problema importanta este incrementalitatea, deoarece paginile Web se schimba frecvent, alte pagini noi sunt adaugate. De asemenea, faptul ca adeseori o pagina Web este asociata cu mai mult de un subiect trebuie sa fie de asemenea considerat si sa conduca la mai multi algoritmi care permit suprapunerea clusterelor. Mai multa atentie trebuie acordata si descrierilor continutului clusterelor pentru utilizatori. 
3.4. Tehnici de clasificare a documentelor Web 

Clasificarea documentelor Web implica asignarea documentelor Web uneia din cateva categorii predefinite. Pentru efectuarea acestei operatii, documentele de intrare sunt caracterizate de un set de atribute, numite de obicei caracteristici. Spre deosebire de clusterizarea Web, care implica invatarea nesupervizata, in clasificare, este necesar un set de date de antrenare, care asigneaza etichetele claselor (invatare automata supervizata). Obiectivul clasificarii este sa analizeze datele de intrare si sa dezvolte un model exact pentru fiecare clasa, folosind aceste caracteristici. Documentele noi vor fi clasificate   intr-una din aceste clase. 
In cazul clasificarii textului, atributele sunt cuvintele continute in documentele text. Selectia caracteristicilor (atributelor) are cea mai mare prioritare pentru invatarea automata, pentru a reduce spatiul caracteristicilor, pe masura ce numarul de caracteristici considerate poate deveni prohibit. 
In general, se deosebesc clasificatorii bazati pe reguli (regulile sunt construite manual, iar setul de reguli rezultat este dificil de modificat) si clasificatorii cu invatare inductiva. Clasificatorii bazati pe invatare inductiva sunt construiti folosind date de antrenament etichetate ; acestia sunt usor de construit si updatat, fara a necesita abilitati de scriere de reguli. In continuare, se vor descrie sumar abordarile cu invatare inductiva in construirea clasificatorilor. 
3.4.1. Metode existente de clasificare a documentelor 

KNN – K-Nearest Neighbour
Principiul acestei metode este clasificarea unui document nou gasind documentul cel mai silimar din setul de antrenament. Metodele care utilizeaza acest principiu sunt uneori numite metode de « invatare bazata pe memorie ». Sunt folosite ponderile termenilor Tf*idf, calculandu-se similaritatea dintre exemplele de test si centroizii categoriilor. Ponderea asignata unui termen este o combinatie a ponderilor sale intr-o interogare originala si documentele considerate relevante si irelevante. Similaritatea dintre doua documente este de obicei masurata folosind similaritatea cosinus. In general, acest algoritm este usor de interpretat si are rezultate foarte bune. Pe de alta parte, nu reducere spatiul de caracteristici si nu poate face preprocesare offline. 
Arbori de decizie
Modelul bazat pe arbori de decizie consta intr-o serie de reguli de decizie simple, prezentate adesea sub forma unui graf. Sunt cele mai populare tehnici de invatare automata folosite in prezent. Au fost propuse cateva metode pentru producerea arborilor de decizie, printre care algoritmul CART, algoritmul ID3 si cea mai recenta versiune a acestuia, C4.5. Arborii de decizie sunt clasificatori probabilistici – confidenta (clasa) fiind o distributie de probabilitate. Sunt usor de interpretat, insa necesita un numar de parametri model care sunt de obicei greu de gasit, iar estimarea erorii este dificil de facut. 

Naive Bayes 

Naive Bayes este tot un clasificator probabilistic. Este construit pornind de la datele de antrenare pentru a estima probabilitatea fiecarei clase, fiind date valorile caracteristicilor documentului pentru o noua instanta. Teorema lui Bayes este folosita pentru a estima aceste probabilitati. Lucreaza bine chiar si atunci cand nu este indeplinita conditia de independenta a caracteristicilor presupusa de Naive Bayes. Se bazeaza pe simplificarea supozitiilor (independenta conditionala a cuvintelor). 
Clasificatorul Bayesian nerestrictionat 

Spre deosebire de clasificatorul Naive Bayes, in acest caz presupunerea de independenta a cuvintelor nu trebuie indeplinita. Alternativa sa, clasificatorul semi-naive Bayes, uneste iterativ perechi de atribute pentru a micsora presupunerea de independenta stricta. Implementarea sa este simpla si rezultatele sunt usor de interpretat. Pe de alta parte, datorita presupunerii de dependenta conditionala a cuvintelor, complexitatea de calcul este exponentiala. 

Retele neurale (perceptroni) 

Folosind aceasta metoda, este construita o retea neurala de separare pe categorii, invatand o functie de impartire pe categorii non-lineara de la cuvintele de la intrare (sau caracteristici mult mai complexe, precum seturile de obiecte). Design-ul sau este usor de modificat si modele variate pot fi construite repede si flexibil. In schimb, modelul de iesire nu furnizeaza o interpretare clara. Mai mult, costul de antrenare este mare (mai mult timp necesar pentru antrenare fata de ceilalti clasificatori). 
SVM liniari 

Asa cum a fost mentionat anterior, un SVM este un hiperplan care separa un set de exemple pozitive de un set de exemple negative cu o limita maxima. Limita este definita de distanta hiperplanului fata de cele mai apropiate exemple pozitive si negative. Problema de optimizare a SVM este gasirea unei suprafete de decizie care maximizeaza limita dintre punctele datelor din setul de antrenament. SVM au dovedit o performanta buna de generalizare pe o mare varietate de probleme de clasificare. Aceleasi performante si pentru acuratetea clasificarii, rapiditatea in invatare si in clasificarea noilor instante. Insa nu toate problemele sunt liniar separabile. 
3.4.2. Evaluarea algoritmilor de clasificare 

Algoritmii de clasificare sunt evaluati in functie de viteza si acuratete. Viteza unui clasificator trebuie sa fie evaluata separat pentru doua sarcini diferite: invatarea (antrenarea unui clasificator) si clasificarea noilor instante. Multe criterii de evaluare au fost propuse in acest scop. Cele mai des mentionate criterii sunt precizia si memorarea. Break-even point este propus de Dumais ca o mediere intre precizie si memorare. 
Pragurile de decizie in algoritmii de clasificare pot fi modificate pentru a obtine o precizie mai mare (cu costul unei memorari mai mici) sau vice-versa – in functie de cerintele diferitelor aplicatii. In cazul unei mono-clasificari, unii cercetatori folosesc o masura a ratei de eroare, care reprezinta procentajul de documente prost clasificate. 

Este important de remarcat ca performanta clasificatorilor depinde foarte mult de impartirea datelor in seturi de antrenare si testare. Testarea clasificatorilor pe datele de antrenare folosite pentru invatare duce adesea la rezultate semnificativ mai bune. Problema evaluarii clasificatorilor este dependenta de domeniul lor. Fiecare clasificator are un sub-domeniu particular pentru care specializat. Pentru a depasi aceasta problema, sunt combinati clasificatori cu invatare multipla pentru a obtine o clasificare mai precisa. Separarea datelor de antrenare in subseturi pe care clasificatorii esueaza sau reusesc sa faca predictii a fost folosita in algoritmul Schapire’s Boosting. 
4. Web structure mining 
Ceea ce diferentiaza World Wide Web de alte colectii de documente este ca Web-ul, in afara de documentele pe care le contine, este puternic caracterizat de hiperlegaturile care inter-conecteaza aceste documente. In consecinta, Web-ul poate fi imaginat ca un graf, a carui structura consta din noduri – reprezentate de paginile Web – si din muchii – reprezentate de hiperlegaturile care fac legatura intre doua pagini. Web structure mining poate fi privit ca si procesul descoperirii informatiei de structura din Web. Acest tip de mining poate fi, mai departe, impartit in doua ramuri, aceasta impartire avand la baza tipul datelor structurale folosite: 
· Hiperlegaturile: o hiperlegatura este o unitate structurala care conecteaza o pagina Web cu o alta locatie, fie in cadrul aceleiasi pagini Web, fie cu o pagina Web diferita. O hiperlegatura care face legatura cu un fragment diferit al aceleiasi pagini se numeste Intra-Document Hyperlink, iar o hiperlegatura care conecteaza doua pagini diferite se numeste Inter-Document Hyperlink.

· Structura documentului: continutul unei pagini Web poate fi organizat intr-un format cu structura arborescenta, pe baza tag-urilor HTML si XML din codul paginii. In acest domeniu, eforturile s-au concentrat pe extragerea automata a structurilor DOM (document object model) din documente. 
In scopul de a face mai usoara navigarea in aceasta structura haotica, sunt folosite motoare de cautare, lansandu-se interogari pe baza unor termeni/cuvinte cheie specifice. La inceput, cand cantitatea de informatie continuta de Web nu avea aceste proportii uriase, motoarele de cautare foloseau liste construite manual, care acopereau topici populare. Era intretinut un index care continea o lista pentru fiecare cuvant al tuturor paginilor Web care-l contineau. Acest index era folosit pentru a raspunde interogarilor utilizatorilor. Dupa cativa ani, cand Web-ul a evoluat, incluzand milioane de pagini, intretinerea manuala a unor astfel de indecsi a devenit foarte scumpa. Motoarele de cautare automate bazate pe potrivirea de cuvinte dadeau rezultate de ordinul sutelor (sau chiar mai mult) de pagini Web, cele mai multe dintre ele de calitate slaba. Nevoia de a categorisi cumva rezultatele dupa importanta si relevanta a devenit mai mult decat evidenta. 
Pentru a rezolva aceasta problema, motoare de cautare precum AltaVista, Lycos, Infoseek, HotBot si Excite au introdus cateva euristici simple pentru a realiza categorisirea paginilor. Aceste euristici luau in considerare de cate ori aparea termenul cautat in document, daca aparea la inceputul textului sau in zone considerate mai importante (precum antetele, textul cursiv).
Totusi, designerii Web au incercat curand sa traga avantaje din acest mod de categorisire, incluzand cuvinte sau fraze de multe ori sau in locuri invizibile, astfel incat paginile sa fie favorizate de motoarele de cautare. Aceasta practica se numeste spamming si a devenit un motiv pentru motoarele de cautare de a incerca sa gaseasca moduri mai avansate de a categorisi paginile Web. 
Principala realizare in domeniul cercetarii cautarii pe Web s-a produs prin luarea in considerare a caracterizarii si a evaluarii unei pagini de catre alti oameni. Aceasta se face prin intermediul structurii de link-uri a Web-ului, considerandu-se legaturile care trimit la pagina. Cei mai importanti algoritmi care au la baza aceasta idee sunt PageRank si HITS. 
Intuitia din spatele analizei link-urilor este ca o pagina Web este mai importanta/populara daca multe alte pagini trimit catre ea. Totusi, este considerata foarte importanta daca este referita de pagini de incredere. Si invers, o pagina care trimite catre alte pagini este de incredere daca aceste pagini referite sunt importante. 

4.1. PageRank 

PageRank a fost dezvoltat de Brin si Page in timpul doctoratului lor la Universitatea Stanford. Furnizeaza un mod mai sofisticat de calcul al importantei unei pagini Web decat simpla socoteala a numarului de pagini care au un link care sa o refere. Astfel, daca o referinta vine de la o pagina importanta, atunci aceasta are o pondere mai mare decat referintele care vin de la pagini mai putin cunoscute. 
Primul lucru care trebuie calculat este numarul link-urilor care fac referinta la fiecare pagina Web. Acesta nu este cunoscut apriori, fiind folosita o parcurgere aleatoare a grafului: se viziteaza o pagina, apoi se urmaresc echiprobabil link-urile acesteia catre alte pagini. La final, fiecare pagina va avea o rata de vizitare, care va defini importanta sa. Totusi, “surferul” poate intalni bucle (pagini care se refera una pe cealalta) sau poate vizita o pagina care sa nu aiba nici un link catre alta pagina. Pentru a intampina aceste situatii, surferul urmareste echiprobabil unul dintre link-urile de iesire cu probabilitate de 90%, in timp ce, cu o probabilitate de 10%, viziteaza (aleator) alta pagina. Astfel, surferul nu va ramane niciodata blocat local. 
Urmatoarea ecuatie calculeaza PageRank-ul unei pagini: 
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unde t1-tn sunt paginile care trimit catre pagina A, C este numarul de legaturi spre afara pe care le are o pagina, iar d este un factor de rotunjire, setat de obicei la 0.85. 

Cu alte cuvinte, o pagina contribuie la valoarea PageRank a fiecarei pagini pe care o refera cu o valoare ceva mai mica decat propriul PageRank. Aceasta valoare este aceeasi pentru toate paginile referite. Deci, sunt importante atat PageRank-ul paginii care trimite catre alta, cat si numarul total de link-uri pe care pagina le contine. Cu cat numarul de link-uri este mai mare, cu atat valoarea din PageRank cu care contribuie este mai mica. Algoritmul trebuie executat de cateva ori recursiv inainte de a atinge echilibrul. 
PageRank este algoritmul din spatele celui mai popular motor de cautare – Google.

4.2. Hub-uri si autoritati – algoritmul HITS 

HITS introduce notiunile de autoritati – pagini importante din punct de vedere al continutului - si hub-uri – pagini importante care servesc ca indicii (liste de resurse care directioneaza utilizatorii catre autoritati). Astfel, o pagina hub buna trimite catre multe pagini autoritati bune, si o pagina autoritate buna este referita de multe pagini hub. Problema apare in momentul in care o pagina este, in acelasi timp, atat o autoritate, cat si un hub bun. Aceasta legatura circulara duce la definirea unui algoritm iterativ – HITS. 
HITS asigneaza unei pagini p doua numere – o pondere de hub H(p) si o pondere de autoritate A(p). Aceste ponderi sunt initial setate la 1 si sunt modificate iterativ dupa formulele: 
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unde (p, q) indica o hiperlegatura de la pagina p la pagina q. Ponderea de autoritate a paginii este proportionala cu suma ponderilor de hub ale paginilor care trimit catre ea. Similar, ponderea de hub a paginii este proportionala cu suma ponderilor de autoritati ale paginilor catre care trimit. Algoritmul converge dupa cateva iteratii. Totusi, pentru ca HITS face calcule iterative din rezultatul interogarii, constrangerile real-time impuse unui motor de cautare on-line sunt greu de indeplinit. HITS este folosit de motorul de cautare Clever. 
Intre Google si Clever principala diferenta este ca Google este independent de interogare, in timp ce Clever calculeaza rangul in functie de termenii interogarii. Google “se uita” numai inainte, in timp ce Clever ia in considerare si directia inapoi. Google lucreaza bine pentru a raspunde unor interogari specifice, in timp ce HITS lucreaza bine pentru a raspunde unor interogari de subiecte ample. Pentru o exprimare mai clara – in Google, cand este lansata o interogare, toate paginile care intrunesc criteriile (de exemplu, sa contina termenul cautarii) sunt gasite intai, dar sunt prezentate utilizatorului in functie de PageRank-ul fiecaruia. Bineinteles, PageRank nu este singurul algoritm folosit de Google. Chiar daca nu este nicaieri clar specificat, un numar de euristici sunt, de asemenea, folosite pentru a asigura aranjarea dupa ranguri a rezultatelor prezentate utilizatorului final. Aceste euristici se bazeaza pe informatia din hiperlink-uri. 
Spre deosebire de Google, Clever este dependent de interogare. Fiind data o interogare, creeaza un set radacina care contine toate paginile gasite (200 – 1000 noduri). Toate paginile care sunt referite sau refera o pagina din setul radacina sunt, de asemenea, adaugate, pentru a crea, in final, setul de baza (5000 noduri). Dupa cateva iteratii, algoritmul converge, creand clustere coerente tematic de informatie cu acelasi subiect. 
Multi cercetatori au sugerat solutii pentru problemele de cautare, indexare sau interogare a Web-ului, luand in calcul structura sa precum si meta-informatiile incluse in hiperlegaturi si in textul care le inconjoara. 

Ideea de baza este ca multe pagini Web nu includ cuvinte care sunt descriptive pentru continutul lor (de exemplu, arareori un site portal Web include cuvantul “portal” in pagina sa principala) sau exista pagini Web care contin foarte putin text (precum « imagine », « muzica », « resurse video »), facand tehnicile de cautare bazate pe text dificil de aplicat. In aceste cazuri, felul in care este caracterizata pagina poate fi folositor. Aceasta “caracterizare” este inclusa in textul care inconjoara hiperlegatura care duce catre site. 
Brin si Page au accentuat importanta incorporarii informatiei ancorei atunci cand se lucreaza cu pagini care nu pot fi indexate de motoarele de cautare bazate pe text, asociind textul unui link cu pagina pe care apare, cat si cu pagina pe care o refera. 
Chakrabarti defineste acesta ca “fereastra-ancora” (anchor-window). Daca un text descriptiv pentru un subiect apare in preajma unui link care refera o pagina pe un hub bun, atunci acesta intareste increderea ca respectiva pagina este o buna autoritate in topica respectiva. In experimentele sale, foloseste o fereastra de 50 de bytes in jurul link-ului. Intregul text legat de subiect din acea fereastra ancora este incorporat ca pondere numerica pozitiva pentru link atunci cand sunt calculate valorile de autoritate sau hub.
Cercetarile in cautarea bazata pe similaritate pe Web au aratat ca strategia bazata pe ancore necesita mai putine citatii decat strategia bazata pe link-uri. Dupa experimente cu diferite dimensiuni pentru fereastra-ancora, s-a ajuns la concluzia ca o fereastra cu o largime fixa de 23 de cuvinte (aproximativ 150 bytes) da rezultatele cele mai bune. Pe de alta parte, Varlamis si colaboratorii sai, cand imbunatatesc informatia paginilor Web cu semantica legaturilor, folosesc o fereastra-ancora de 100 bytes, decupata oricand apar anumite tag-uri html, astfel incat numarul mediu de cuvinte cheie rezultat este aproximativ cinci. 
Se poate concluziona ca, si atunci cand dimensiunea ferestrei-ancora variaza in functie de specificitatea aplicatiei in care este folosita, informatia care este continuta in ea s-a dovedit a fi foarte folositoare si a fost din ce in ce mai mult folosita de cercetatorii in Web mining si in domeniile inrudite acestuia. 

5. Web usage mining 

Web usage mining reprezinta aplicarea tehnicilor de data mining pentru descoperirea sabloanelor interesante de utilizare din datele Web, cu scopul de a intelege si de a servi mai bine necesitatilor aplicatiilor Web. Datele de utilizare retin identitatea sau originea utilizatorilor Web impreuna cu comportamentul lor de navigare pe un site Web. Mining-ul de utilizare Web (Web usage mining) poate fi clasificat, mai departe, in functie de tipul datelor de utilizare considerate: 
· Date server Web (Web Server Data): corespund log-urilor utilizatorilor care sunt retinute pe serverul Web. Datele tipice retinute includ adrese IP, referintele paginilor si timpul de acces al utilizatorilor. 
· Date server de aplicatie (Application Server Data): serverele de aplicatii comerciale (ex: Weblogic, BroadVision, StoryServer) au optiuni semnificative in framework pentru a permite crearea aplicatiilor de E-commerce pe un nivel superior cu efort minim. O caracteristica importanta este posibilitatea de a urmari diferite tipuri de evenimente de afaceri si de a le inregistra in log-urile serverului de aplicatie. 
· Date la nivel de aplicatie (Application Level Data): in orice moment pot fi definite noi tipuri de evenimente in cadrul aplicatiei si pot fi inregistrate si acestea, la randul lor, in log-uri. 
Datele de utilizare pot fi, de asemenea, impartite in trei tipuri pe baza sursei colectiei: pe partea de server, pe partea de client si pe partea de proxy. Principala problema este ca pe partea de server este o evidenta a utilizarii unui serviciu de catre toti utilizatorii, in timp ce pe partea de client exista o evidenta completa a utilizarii tuturor serviciilor de catre un anumit client, partea de proxy fiind undeva la mijloc. 
Un sistem de Web usage mining trebuie sa fie capabil sa execute cinci functii majore:  
(1) colectarea datelor de utilizare: log-urile Web, care inregistreaza activitatea din site-urile Web, furnizeaza cele mai inteligibile si detaliate date de utilizare Web.

(2) pregatirea datelor de utilizare: datele log-urilor sunt, in mod normal, intr-o forma primitiva, care nu poate fi folosita de algoritmii de explorare. Acest pas reconstituie activitatile utilizatorilor, inregistrate in log-urile serverelor Web, intr-un mod consistent, de incredere.
(3) descoperirea tiparelor de navigare: aceasta parte a Web usage mining-ului cauta tiparele interesante de utilizare continute in datele log-urilor. Cei mai multi algoritmi folosesc metota generarii tiparelor secventiale, in timp ce restul metodelor tind sa fie mai degraba ad hoc. 

(4) vizualizarea si analiza tiparelor: tiparele de navigare arata realitatea utilizarii Web, dar acestea necesita interpretari si analize ulterioare inainte de a putea fi aplicate pentru a obtine rezultate folositoare.

(5) aplicarea tiparelor: tiparele de navigare descoperite pot fi aplicate in urmatoarele domenii majore, printre care: imbunatatirea design-ului paginii/site-ului; recomandarea altor produse sau subiecte; personalizarea Web. 
Un sistem de Web usage mining poate fi: 

· de tip personal: un utilizator este observat ca o persoana fizica ale carui informatii de identificare si date/caracteristici personale sunt cunoscute. In acest caz, un sistem de usage mining optimizeaza interactiunea pentru acest utilizator individual specific.

· de tip impersonal: utilizatorul este observat ca o unitate de identitate necunoscuta, desi anumite caracteristici pot fi accesibile din datele demografice. In acest caz, un sistem usage mining lucreaza pentru o populatie generalizata. 

Figura 3 reprezinta o structura generalizata a unui sistem de utilizare Web: 
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Figura 3: Structura unui sistem de Web usage mining
5.1. Strangerea datelor

Datele de utilizare Web pot fi furnizate de doua surse: perioade de testare (de catre oameni) si log-urile Web. Prima sursa este impracticabila si rar utilizata din cauza timpului mare nesesar si a costului ridicat. Cele mai multe sisteme de usage mining folosesc log-urile ca sursa de date. 

Un fisier de log-uri Web inregistreaza informatiile de activitate atunci cand un utilizator Web trimite o cerere catre un server Web. Un fisier de log-uri poate fi localizat: 
· pe partea de server: acestea furnizeaza, in general, cele mai exacte si complete date de utilizare

· pe partea de proxy: un server de proxy preia cererile HTTP de la utilizatori si le trimite mai departe unui server Web; apoi, serverul proxy intoarce utilizatorilor rezultatele trimise de catre serverul Web. 

· pe partea de client: participantii testeaza de la distanta un site Web downloadand software specializat care inregistreaza utilizarea Web sau modificand codul sursa al unui browser existent. Cookies-urile HTTP pot fi, de asemenea, folosite in acest scop. Acestea sunt elemente de informatie generate de un server Web si stocate in computerul utilizatorului, pregatite pentru accesari viitoare. 
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Figura 4: Cele trei locatii ale fisierelor de log-uri

5.1.1. Informatia din log-ul Web

Un log Web este un fisier in care serverul Web scrie informatii de fiecare data cand un utilizator solicita resurse dintr-un anume site. Exemple ale tipurilor de informatie pe care serverul le pastreaza includ domeniul, subdomeniul si numele host-ului utilizatorului; resursele pe care utilizatorul le solicita (ex: o pagina sau o imagine); momentul de timp al cererii; protocolul utilizat, orice eroare returnata de server; dimensiunea paginii in cazul in care cererea s-a efectuat cu succes. Fiecare log furnizeaza informatii diferite si variate despre serverul Web si datele sale de utilizare. Cele mai multe log-uri folosesc formatul unui fisier de log-uri obisnuite (Common Log Format) sau extinse (Extended Log Format). Exemplul urmator apartine unui fisier inregistrat cu formatul de log extins: 
#Version: 1.0 #Date: 12-Jan-1996 00:00:00 #Fields: time cs-method cs-uri 00:34:23 GET /foo/bar.html 12:21:16 GET /foo/bar.html 12:45:52 GET /foo/bar.html 12:57:34 GET /foo/bar.html

5.2. Pregatirea datelor (preprocesarea datelor)
Informatia continuta intr-un log neprelucrat de server Web nu reprezinta un fisier de sesiune utilizator demn de incredere. Faza de prelucrare a datelor de utilizare Web este folosita pentru a restitui activitatile utilizatorilor intr-un mod consistent si de incredere. Aceasta etapa trebuie sa execute cel putin urmatoarele patru sarcini majore: 
- inlaturarea inregistrarilor nedorite: log-urile Web contin informatii de activitate a utilizatorilor, dintre care unele nu sunt suficient de relevante pentru mining-ul utilizarii si pot fi inlaturate, fara a afecta considerabil procesul de mining – de exemplu, filtrarea inregistrarilor de fisiere imagine, a cererilor esuate (al caror cod de retur nu este 200) sau a accesarilor de catre roboti. Cat de mult posibil, informatia irelevanta trebuie sa fie inlaturata inainte de aplicarea algoritmilor de data mining asupra datelor de log. 
- diferentierea intre utilizatori: un utilizator este definit ca o individualitate care acceseaza fisiere de pe unul sau mai multe servere Web cu ajutorul unui browser. Un log Web inregistreaza secvential activitatile utilizatorilor in functie de momentul de timp la care s-au produs. In scopul studierii comportamentului utilizatorului actual, utilizatorii din cadrul log-ului trebuie sa fie diferentiati. Figura 5 este un exemplu de site Web in care nodurile sunt pagini, muchiile sunt hiperlegaturile, iar nodul A este pagina de intrare a site-ului. Muchiile sunt bidirectionale deoarece utilizatorii pot cu usurinta folosi butonul back al browserului pentru a se intoarce la pagina anterioara. Se presupune ca datele de acces de la o adresa IP inregistrate in log sunt cele din tabelul 2. 
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Tabelul 2: Exemplu de date de acces de la o adresa IP 
din site-ul Web din figura 5
Doua cai utilizator sunt identificate din datele de acces: A-D-I-H-A-B-F si C-H-B. Aceste doua cai au fost gasite euristic; pot exista, de asemenea, alte posibilitati. 
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Figura 5: Un exemplu de site Web

- construirea sesiunilor: inregistrarile log-urilor care apartin aceluiasi utilizator sunt grupate intr-o sesiune. Adresa IP din inregistrarile log-urilor este folosita pentru a identifica utilizatorii. Doua inregistrari cu aceeasi adresa IP sunt considerate a fi ale aceluiasi utilizator. O sesiune contine un ID de sesiune unic si un set de perechi (pid, f) unde pid este un identificator de pagina, iar f este timpul petrecut de utilizator pe acea pagina. 

O limita de timp max_idle este folosita pentru a determina sfarsitul unei sesiuni, adica daca aceeasi adresa IP nu mai este intalnita intr-un interval de timp de maximum max_idle minute, sesiunea curenta este inchisa. Cererile imediat urmatoare de la aceeasi adresa IP vor fi tratate intr-o sesiune noua. 

Timpul petrecut pe o anumita pagina este determinat ca diferenta de timp intre doua cereri consecutive. 

Introducerea termenului max_idle s-a facut din considerente conceptuale si practice. Din punct de vedere conceptual, ajuta la limitarea unei sesiuni la o singura vizita. Spre exemplu, un utilizator poate cumpara o carte si reveni apoi a doua zi pentru a cauta un film. Activitatile vor fi separate in doua sesiuni. Din punct de vedere practic, impiedica o sesiune sa dureze prea mult timp. Selectia valorii max_idle depinde de site-ul Web si aplicatie. Empiric, cateva studii au gasit ca ar fi potrivite si suficiente 30 de minute. 

De exemplu, cele doua cai anterioare pot fi atribuite ulterior unor trei sesiuni: A-D-I-H, A-B-F si C-H-B daca este folosita o limita de timp de treizeci de minute. 

Un alt exemplu - log-urile de server Web din tabelul 3 pot fi organizate in sesiuni asa cum este aratat in tabelul 4.
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Tabelul 3: Exemple de log-uri de server Web 

Trebuie remarcat ca ID-urile sesiunii nu sunt adresele IP de vreme ce acestea pot fi distribuite mai multor sesiuni. 
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Tabelul 4: Sesiuni din log-urile serverului

- restaurarea continutului unei sesiuni: sunt anumite dificultati in identificarea cu acuratete a sesiunilor si in estimarea timpului petrecut pe o pagina, datorita punerii in cache a paginilor de catre client sau proxy, distribuirii adreselor IP,  traficului retelei, folosirii butonului back al unui browser, care vor produce discontinuitatea informatiei in log-uri . De asemenea, timpul petrecut de utilizator pe ultima pagina este necunoscut, de vreme ce nu se mai face nici o cerere dupa aceasta. 

Cele trei sesiuni utilizator identificare anterior pot fi restaurate pentru a se obtine sesiunile complete: A-D-I-D-H, A-B-F si C-H-A-B, deoarece nu sunt legaturi directe intre I si H si intre H si B in figura 5. 
5.3. Descoperirea tiparelor de navigare

Multi algoritmi de data mining sunt dedicati gasirii tiparelor de navigare. Printre ei, cei mai multi algoritmi folosesc medota generarii tiparelor secventiale, in timp ce restul metodelor tind sa fie aproape ad hoc. 

Urmatorul exemplu ilustreaza o procedura care poate fi utilizata pentru a gasi un tipar de navigare tipic. Se presupune ca lista urmatoare contine urmele vizitatorilor site-ului Web din figura 5. 

1. A-D-I (4)

2. B-E-F-H (2)

3. A-B-F-H (3)

4. A-B-E (2)

5. B-F-C-H (3)

Numarul dintre paranteze reprezinta numarul de vizitatori per incercare. Un arbore de agregare construit pe baza listei este reprezentat in figura 6, unde numarul care succede pagina reprezinta numarul de vizitatori care au ajuns pe pagina. 
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Figura 6: Un arbore de agregare construit

 pe baza listei de incercari a utilizatorilor

Un sistem de mining de utilizare Web cauta apoi tipare de navigare interesante din acest arbore de agregare. Figura 7 reprezinta un exemplu de tipare de navigare de la pagina B la pagina H din figura 6. 
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Figura 7: Tiparele de navigare de la pagina B la pagina H din figura 4

5.4. Descoperirea tiparelor secventiale

Problema descoperirii tiparelor secventiale consta in gasirea tiparelor intertranzactie astfel ca prezenta unui set de obiecte este urmata de alt obiect in setul de tranzactii ordonate dupa momentul de timp. Urmatoarele doua sisteme folosesc o varianta de generare de tipare secventiale pentru a gasi tipare de navigare:

- WUM (Web Utilization Miner) gaseste tipare de navigare folosind o vedere materializata agregata a log-ului Web. Aceasta tehnica ofera un limbaj de mining pe care expertii o pot folosi pentru a specifica tipurile tiparelor de care sunt interesati. Folosind acest limbaj, numai tiparele care au caracteristicile specificate sunt salvate, in timp ce tiparele neinteresante sunt inlaturate devreme in proces. De exemplu, urmatoarea interogare genereaza tiparele de navigare reprezentate in figura 7:

select glue(t)

from node as B, H

template B×H as t

where B=’B’ and H=’H’;

MiDAS extinde descoperirea secventiala traditionala adaugand un mare numar de caracteristici Web specifice. Tipuri de cunostinte de domeniu noi, sub forma sabloanelor de navigare si topologiilor web, au fost incorporate, precum si constrangeri sintactice si ierarhii conceptuale. 
5.5. Metode ad hoc

Separat de tehnicile anterior amintite de generare a tiparelor secventiale, cateva din tehnicile de data mining au fost aplicate cu succes in mining-ul de utilizare al Web-ului, incluzand regulile de asociere, clusterizarea si clasificarea. Pe langa aceasta, au fost intrebuintate si tehnici de data warehousing (organizarea datelor in depozite de date) si OLAP. 
· descoperirea regulilor de asociere (association rule discovery): regulile de asociere reprezinta corelarea intre obiecte, fiind folosite initial pentru a obtine corelarile dintre articolele din datele tranzactionale. De exemplu, o regula de asociere “hot dog -> bautura racoritoare” [10%, 56%] exprima faptul ca 56% dintre oamenii care cumpara hot dog cumpara si bauturi racoritoare, ceea ce inseamna un procent de 10% din numarul total de clienti. Daca o sesiune este privita ca o tranzactie, algoritmii de explorare cu reguli de asociere pot fi folositi pentru a gasi relatii asociative intre paginile vizitate. De exemplu, o regula de asociere “Pagina A -> pagina B[5%, 80%]” spune ca 80% din utilizatorii care viziteaza pagina A vor vizita si pagina B, iar 5% din toti utilizatorii le viziteaza pe amandoua. Folosind algoritmi identici, se pot gasi cai frecvent traversate de multi utilizatori, cum ar fi, de exemplu, ca 40% dintre utilizatorii care viziteaza pagina A, viziteaza apoi paginile B si C si in cele din urma pagina D. 
· clusterizarea este identificarea claselor, numite si clustere sau grupuri, pentru un set de obiecte ale caror clase sunt necunoscute. Folosind tehnici de clusterizare, se pot grupa utilizatorii pe baza tiparelor lor de accesare. Sesiunile pot fi tratate ca obiecte, iar fiecare pagina reprezinta o dimensiune in spatiul obiect. Sesiunile care contin pagini similare vor fi grupate. De exemplu, daca un utilizator viziteaza paginile A, B, C si D, iar alt utilizator – paginile A, C, D si F, pot fi grupati intr-un cluster. O abordare mai sofisticata a clusterelor ar putea folosi timpul de navigare al paginilor din sesiuni. De exemplu, doua sesiuni [1, (A, 15), (B, 10), (C, 1)] si [2, (A, 12), (B, 12), (D, 2)] ar putea fi grupa intr-un singur cluster. 
· in clasificare, este dezvoltat un clasificator dintr-un set de obiecte de antrenare in care clasele sunt dinainte cunoscute. Fiind dat un set de sesiuni apartinand unor clase diferite, poate fi construit un clasificator folosind metode de clasificare. De exemplu, un clasificator poate spune daca un utilizator va fi un potential cumparator sau nu, bazandu-se pe tiparele de navigare ale utilizatorului intr-un site e-commerce. 

· OLAP (Online Analytical Processing) este o categorie de instrumente software care pot fi utilizate pentru a analiza datele stocate intr-o baza de date. Permite utilizatorilor sa analizeze diferite dimensiuni ale datelor multidimensionale. De exemplu, furnizeaza vederi ale analizarii tendintelor si time series. Tehnicile de data warehouse pot fi folosite pentru a crea data cubes (cuburi de date) din log-urile serverelor Web pentru OLAP. Statisticile dezvoltate din pagini, domenii IP, locatiile geografice ale utilizatorilor si timpul de navigare sunt calculate din sesiuni. WebLogMiner foloseste metoda OLAP pentru analizarea cubului de date Web log, care este construit dintr-o baza de date ce contine datele log-urilor. Metode de data mining precum asocierea si clasificarea sunt aplicate apoi cubului de date pentru a prezice, clasifica si descoperi tipare si tendinte interesante. 
5.6. Vizualizarea si analizarea tiparelor

Tiparele de navigare, care arata realitatile utilizarii Web, nesecita analize ulterioare si interpretari inaintea aplicarii. Analiza necesita, de obicei, interventia umana sau este distribuita altor doua sarcini: descoperirea tiparelor de navigare si aplicarea tiparelor. Tiparele de navigare sunt, in mod normal, cai bidimensionale care sunt dificil de patruns, daca o unealta potrivita de vizualizare nu este suportata. Un instrument util pentru vizualizare permite urmatoarele functii: 
- afiseaza clar tiparele de navigare descoperite

- furnizeaza functii esentiale pentru manipularea tiparelor de navigare precum apropierea (zoom), rotirea, scalarea s.a. 

WebQuilt permite agregarea si vizualizarea intr-o interfata cu zoom a cailor de utilizare capturate. Pot fi vizualizate si cele mai utilizate cai dintr-un site Web pentru un anumit task, precum si calea optima pentru acel task, asa cum a fost gandita de designerii site-ului. 
5.7. Aplicarea tiparelor

Rezultatele descoperirii tiparelor de navigare pot fi aplicate, printre altele, in urmatoarele domenii importante: 

- imbunatatirea design-ului site-urilor/paginilor Web: cea mai importanta utilizare a tiparelor de navigare descoperite este imbunatatirea site-urilor/paginilor Web prin reorganizarea acestora. Pe langa reorganizarea manuala, sunt si cateva cai automatizate pentru realizarea acestei operatii. Site-urile Web adaptive isi imbunatatesc automat organizarea si prezentarea invatand din tiparele de accesare ale utilizatorilor. Exploreaza datele acumulate in log-urile serverului Web pentru a produce site-uri usor de navigat. Tehnici de explorarea clusterelor si clusterizare conceptuala sunt aplicate pentru a sintetiza paginile index, care sunt principale in organizarea site-ului. 
- recomandare de produse sau subiecte aditionale: site-urile de comert electronic folosesc sisteme de recomandare sau filtre colaborative pentru a sugera produse cumparatorilor lor sau pentru a furniza consumatorilor informatii pentru a-I ajuta sa se decida ce produs sa achizitioneze. De exemplu, fiecarui detinator al unui cont de pe Amazon.com ii este prezentata o sectiune Your Recommendations, care sugereaza produse aditionale, bazandu-se pe cumparaturile anterioare ale detinatorului si pe comportamentul de navigare al acestuia. Tehnologii variate au fost propuse pentru sisteme de recomandare si multe site-uri de coment electronic folosesc asemenea sisteme. 

- personalizarea Web: (re)organizeaza site-urile/paginile Web pe baza experientei Web de a se potrivi nevoilor utilizatorilor. Sistemul WebPersonalizer foloseste un subset de tehnici de clusterizare a sesiunilor si log-urilor Web pentru a obtine profile de utilizare care sunt apoi folosite pentru a  genera recomandari.
6. Concluzii
Web-ul a devenit cel mai mare depozit de cunostinte al omenirii. Necesitatea de a extrage aceste cunostinte eficient este foarte importanta din diferite motive. Activitatile de Web mining sunt inca in stare incipienta si trebuie sa continuie sa se dezvolte pe masura ce Web-ul evolueaza. O directie de cercetare viitoate nesecesara este mining-ul datelor multimedia. Pe langa documentele textuale precum cele HTML, documente MS Word, PDF, fisiere text simple, un mare numar de documente multimedia sunt continute pe Web, precum imagini, fisiere audio si video. Desi documentele text sunt comparativ usor de indexat, regasit si analizat, operatiile asupra fisierelor multimedia sunt mult mai dificil de efectuat; iar cum continutul multimedia pe Web creste rapid, mining-ul Web multimedia a devenit a devenit o problema provocatoare. Au fost incercate diferite tehnici de invatare automata pentru a rezolva aceasta problema. Cercetari in recunoasterea tiparelor si analiza imaginii au fost adaptate pentru studiul documentelor multimedia de pe Web, precum cele video (Christel, Cubilo, Gunaratne, Jerome, O & Solanki, 2002 ; Wactlar, Christel, Gong & Hauptmann, 1999) sau muzica (MsPherson & Brainbridge, 2001). Textul relevant care descrie fisierul multimedia, precum textul « alt » (textul alternativ), textul ancorelor, antetele HTML, antetele tabelelor, capturile video sau de imagini, descrierile au fost utilizate pentru analiza documentelor multimedia (Rowe, 2002). Oricum, aceste tehnici sunt folosite in prezent in primul rand pentru regasirea informatiei pe Web, decat pentru Web mining. 

De asemenea, Web-ul a devenit multi-cultural. Continutul diferit de cel in limba engleza a devenit tot mai mare. Cercetarile curente in analiza multilingva includ traducerea paginilor Web, de exemplu, Alta Vista Babel Fish (http://babelfish.altavista.com)  si regasirea informatiei in mai multe limbi, in care o interogare de cautare este lansata intr-o limba pentru a gasi pagini intr-o alta limba. 
Alt domeniu important este web-ul wireless. Desi este evident ca majoritatea continutului Web va continua sa fie tot sub forma paginilor web precum documentele HTML, tot mai multe documente de pe Web vor fi scrise in formate compatibile cu dispozitive precum PDA-urile (Personal Digital Assistant) si telefoanele celulare. WML (Wireless Markup Language) si HDML (Handheld Device Markup Language) sunt exemple de astfel de formate. Domeniul Wireless al Web-ului este de asemenea destul de diferit de cel traditional. Informatia continuta in Web-ul wireless este adeseori mult mai concisa, mai specifica locatiei si mult mai sensibila la timp. In plus, datorita naturii dispozitivelor wireless, tiparele de utilizare pentru Web-ul wireless sunt destul de diferite de cale ale Web-ului traditional. 
Web-ul ascuns, cunoscut si ca web-ul invizibil sau web-ul adanc, a dat nastere altor probleme in cercetarea Web mining-ului. Web-ul ascuns se refera la documentele dinamice de pe Web care nu sunt accesibile motoarelor de cautare generale; cele mai multe documente din Web-ul ascuns, incluzand paginile ascunse in spatele formularelor de cautare, bazelor de date specializate si paginilor Web generate dinamic, nu sunt accesibile aplicatiilor generale de Web mining. Daca, asa cum a fost estimate, Web-ul ascuns este de la 400 pana la 550 de ori mai mare decat Web-ul vizibil (Lyman & Varian, 2000), extragerea informatiei si cunostintelor din acesta constituie o provocare majora pentru motoarele de cautare, cat si pentru aplicatiile de Web mining. 
Web-ul semantic furnizeaza perspective considerabile pentru cercetarea in Web mining. Oricum, Web-ul semantic depinde de autorii paginilor Web daca va fi sau nu un success. Daca acestia nu vad beneficii pentru ei pentru a migra catre Web-ul semantic, vor fi refractari la furnizarea de marcaje de tipul metadata in paginile lor. Deoarece Web-ul semantic este inca in faza de proiect, cercetatorii Web mining trebuie sa acorde o mare atentie dezvoltarii sale si sa prevada cum va afecta acesta aplicatiile Web mining pe masura ce evolueaza. 
Web-ul a devenit cea mai mare baza de cunostinte care a existat vreodata. Dar, fara o reprezentare potrivita a cunostintelor si fara algoritmii de descoperire a acestora, este ca o fiinta umana cu o memorie extraordinara dar fara abilitati de a gandi si a rationa. Cercetarile in domeniul inteligentei artificiale si a mining-ului Web sunt promitatoare si provocatoare, si ambele domenii vor ajuta la realizarea de aplicatii care vor utiliza eficient si efectiv cunostintele de pe Web in folosul omenirii.
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Tabelul 1: O clasificare a tehnicilor si aplicatiilor de recuperare si mining








10

